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ÖZET 

Elektrik enerjisi endüstrisinde tüketimin modellenmesi önemli bir rol oynamaktadır. 

Elektrik enerjisi tüketimi modellenerek enerjinin üretimi ve dağıtımı verimli bir Ģekilde 

planlamakta ve enerji israfı en aza indirilmektedir. Ayrıca, güç sisteminin ekonomik 

olarak çalıĢtırılması ve Ģebeke yatırımları için uygun kararların alınması da elektrik 

enerjisi tüketiminin doğru bir Ģekilde modellenmesine dayanır. Bununla birlikte, 

elektrik enerjisi tüketimini etkileyen birçok faktör bulunmakta ve bu da modelleme 

çalıĢmalarını zorlaĢtırmaktadır. Bu tez çalıĢmasında, Türkiye’nin aylık elektrik enerjisi 

tüketim verileri karınca aslanı optimizasyon algoritması lineer, kuadratik ve üstel 

fonksiyonlar kullanılarak modellenmiĢtir. OluĢturulan elektrik enerjisi tüketim 

modelleri ortalama mutlak yüzdesel hata, karekök ortalama hata ve kare hataların 

toplamı kararlılık ölçekleri açısından karĢılaĢtırılmıĢtır. Ayrıca, sıcaklık, rüzgâr hızı, 

nem miktarı, yağıĢ miktarı ve küresel güneĢ radyasyonu meteorolojik giriĢ parametreleri 

olarak kullanılmıĢtır. Genel olarak değerlendirildiğinde, karınca aslanı optimizasyon 

algoritması, üstel modeli içeren uygunluk fonksiyonları için iyi bir tahmin performansı 

gösterirken, kuadratik modeli içeren uygunluk fonksiyonları için kötü bir tahmin 

performansı göstermiĢtir. Elektrik enerjisi tüketim verilerinin modellenmesindeki en 

düĢük hata üstel model tarafından Ekim ayında baĢarılırken, en yüksek hata kuadratik 

model tarafından Nisan ayında gerçekleĢtirilmiĢtir. 
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ABSTRACT 

The consumption modeling plays a significant role in the electric power industry. By 

modeling the electrical energy consumption, energy production and distribution are 

efficiently planned and energy waste is minimized. In addition, the economic operation 

of the power system and optimal decisions for grid investments are also based on the 

proper modeling of electrical energy consumption. However, there are a number of 

factors that affect the consumption of electricity and this makes the modeling works 

difficult. In this thesis, Turkey’s monthly electrical energy consumption data is modeled 

using the ant lion optimization algorithm and linear, quadratic and exponential 

functions. The constructed electrical energy consumption models are compared in terms 

of mean absolute percentage error, root mean squared error and the sum of squares of 

errors accuracy metrics. In addition, temperature, wind speed, the amount of moisture, 

the amount of precipitation and global solar radiation are used as meteorological input 

parameters. In overall evaluation, the ant lion optimization algorithm shows good 

estimation performance for the fitness functions including the exponential model, while 

it shows poor estimation performance for the fitness functions including the quadratic 

model. The lowest error in the modeling of electrical energy consumption data is 

achieved in October by the exponential model, while the highest one is realized in April 

by the quadratic model. 
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SĠMGELER ve KISALTMALAR LĠSTESĠ 

AR Otoregresif 

MA Hareketli ortalama 

ARMA Otoregresif hareketli ortalama 

ARIMA Otoregresif bütünleĢik hareketli ortalama 

ARMAX DıĢsal değiĢkenli otoregresif hareketli ortalama 

ARIMAX DıĢsal değiĢkenli otoregresif bütünleĢik hareketli ortalama 

OMYH Ortalama mutlak yüzdesel hata  

KOH Karekök ortalama hata  

KHT Kare hataların toplamı  

EETG Gerçek elektrik enerjisi tüketim değeri 

EETT Tahmini elektrik enerjisi tüketim değeri 

MW Megavat 

GWh Gigavat saat 

°C  Santigrad derece 

m/s  metre/saniye 

mm  milimetre 

kW/m
2
 Kilovat/metrekare 



1 

BÖLÜM 1 

GĠRĠġ 

Elektrik enerjisine olan ihtiyaç geliĢen teknolojiyle birlikte her geçen gün daha da 

artmaktadır. Birçok farklı alanda elektrik enerjisi yoğun bir Ģekilde kullanılmaktadır. 

UlaĢım, üretim, sağlık, savunma sanayi ve hizmet sektörü bu alanlara örnek 

gösterilebilir. Elektrik enerjisinin kesintiye uğraması çok ciddi kayıpların ve sorunların 

ortaya çıkmasına sebep olabilmektedir. Bu nedenle, kesintiye uğramayacak Ģekilde 

elektrik enerjisi ihtiyacının karĢılanması gerekmektedir [1]. Diğer taraftan, gerekenden 

fazla elektrik enerjisi üretimi ise maliyet açısından ve kaynakların gereğinden fazla 

tüketilmesi hususunda istenmeyen bir durumdur. Dolayısıyla, enerji tasarrufu ve fayda 

planlama çalıĢmalarının temelinde elektrik enerjisi tüketiminin modellenmesi yer 

almaktadır [2, 3]. 

1970’lerin ve 1980’lerin deneyimleri, fosil yakıtların çok fazla tüketilmesi sonucu sera 

gazı emisyonları ile ilgili endiĢelerin ortaya çıkmasına neden oldu ve enerjinin verimli 

tüketilmesine olan eğilim arttı [4]. Bu doğrultuda, 1970’lerin baĢından itibaren elektrik 

enerjisi tüketiminin modellenmesinde istatistiksel metotlar, yapay zeka modelleri ve her 

iki tekniğin bir araya getirildiği hibrit yaklaĢımların kullanımı önem kazandı [5]. 

Literatürde elektrik enerjisi tüketiminin modellenmesi amacıyla yapılan pek çok çalıĢma 

bulunmaktadır. 

Hooshmand ve çalıĢma arkadaĢları, kısa dönem elektrik enerjisi tüketimini modellemek 

için dalgacık dönüĢümü, yapay sinir ağları ve adaptif sinirsel bulanık çıkarım 

sisteminden faydalanmıĢlardır [6]. GiriĢ verisi olarak sıcaklık, nem, rüzgâr hızı ve 

günlük tüketilen elektrik enerjisi miktarını kullanmıĢlardır. Dalgacık dönüĢümü ve 

adaptif sinirsel bulanık çıkarım sistemine sahip olan modelin ortalama mutlak yüzdesel 

hatası % 1,603 olarak hesaplanmıĢtır. 

Bahrami ve çalıĢma arkadaĢları, parçacık sürü optimizasyonu tabanlı gri tahmin modeli 

ve dalgacık dönüĢümü kullanarak kısa dönem elektrik enerjisi tüketim modellemesi 

yapmıĢlardır [7]. Bu modellemede mevsimsel verilerden sıcaklık, nem ve rüzgâr hızını 
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kullanmıĢlardır. GeliĢtirilen hibrit modeller arasında en düĢük ortalama mutlak yüzdesel 

hata oranı %0,464 olarak bulunmuĢtur. 

Yu ve çalıĢma arkadaĢları, 1990 ve 2009 yılları arasında tüketilen elektrik enerjisi 

verilerini parçacık sürü optimizasyonu ve genetik algoritmayı içeren hibrit bir model ve 

yol-katsayı analizini kullanarak modellemiĢlerdir [5]. Bu modellemede lineer, kuadratik 

ve üstel modellerden faydalanmıĢlardır. En düĢük yüksek belirlilik katsayısı 0,9992 

değeri ile kuadratik model tarafından elde edilmiĢtir. 

Hong, 2004 ve 2009 yılları arasındaki aylık elektrik enerjisi tüketim verilerini kaotik 

yapay arı koloni algoritması ve mevsimsel yinelemeli destek vektör regresyonunu 

içeren hibrit modelle analiz etmiĢtir [8]. GeliĢtirilen hibrit model aracılığıyla ortalama 

mutlak yüzdesel hata değeri %2,387 olarak tespit edilmiĢtir. 

Gürbüz ve çalıĢma arkadaĢları, nüfus, ithalat, ihracat ve gayri safi milli hasıla gibi 

ekonomik göstergelere sahip verileri yapay arı kolonisi optimizasyonu tabanlı lineer, 

kuadratik ve yapay sinir ağı modellerinde değerlendirerek üç farklı senaryo ile elektrik 

enerjisi tüketimini incelemiĢlerdir [9]. En düĢük belirlilik katsayısı yapay arı kolonisi 

optimizasyon algoritması tabanlı yapay sinir ağı modeli için 0,9862 olarak 

hesaplanmıĢtır.  

Hong, geçmiĢ yıllara ait elektrik enerjisi tüketim verileriyle kaotik karınca sürüsü 

optimizasyonu tabanlı destek vektör regresyonunu eğiterek 1981 ve 2000 yılları 

arasındaki elektrik enerjisi tüketimini modellemiĢ ve yapay sinir ağlarıyla 

karĢılaĢtırmıĢtır [10]. En düĢük ortalama mutlak yüzdesel hata değeri kaotik karınca 

sürüsü optimizasyonu tabanlı destek vektör regresyonu tarafından %1,3 olarak elde 

edilmiĢtir.  

Dahl ve çalıĢma arkadaĢları, soğuk kıĢ Ģartlarının enerji tüketimi üzerindeki etkisini 

araĢtırmıĢ ve toplu hava tahmin verilerini kullanarak elektrik enerjisi tüketimini 

otoregresif modelle değerlendirmiĢlerdir [11]. Sıcaklık, nem, rüzgâr hızı ve güneĢ 

radyasyonunu giriĢ verisi olarak kullanmıĢlar ve karekök ortalama hata değeri 41 MW 

olarak hesaplanmıĢtır. 
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Wu ve çalıĢma arkadaĢları, ampirik mod ayrıĢımı, aĢırı öğrenme makinesi ve çekirge 

optimizasyon algoritması yöntemlerini kullanarak yeni bir hibrit model geliĢtirmiĢler ve 

Avustralya’daki 5 eyalet için kısa dönem elektrik enerjisi tüketim modellemesi 

yapmıĢlardır [12]. GeliĢtirilen hibrit model tarafından karekök ortalama hata değeri 336 

MW olarak elde edilmiĢtir. 

Wang ve Bielicki, bir regresyon modeli kullanarak Amerika’daki elektrik enerjisi 

tüketimi ile mevsimsel veriler arasında iliĢki kurmuĢlardır [13]. Yapılan çalıĢma 

sonucunda, sıcaklık genellikle elektrik enerjisi tüketimini belirleyici en önemli etken 

olmuĢtur. Diğer taraftan, rüzgâr hızının ise, sıcaklıkla karĢılaĢtırıldığında etkisinin daha 

az olduğu gözlenmiĢtir. 

Bilgili ve arkadaĢları, Türkiye’nin konut ve sanayi sektöründe tüketilen elektrik 

enerjisini yapay sinir ağları, doğrusal regresyon ve doğrusal olmayan regresyon 

yaklaĢımlarını kullanarak modellemiĢlerdir [14]. Ortalama mutlak hata 781,5 GWh ile 

doğrusal olmayan regresyon yöntemiyle sağlanmıĢtır. 

Kaynar ve arkadaĢları, genetik algoritma ile eğitilmiĢ destek vektör regresyonu 

kullanarak Türkiye’nin yıllık elektrik enerjisi tüketim modelini oluĢturmuĢlardır [15]. 

Nüfus, ithalat miktarı, ihracat miktarı, gayri safi milli hâsıla ve geçmiĢ elektrik enerjisi 

tüketim verileri giriĢ verisi olarak kullanılmıĢtır. Ortalama mutlak yüzdesel hata oranı % 

3,66 olarak bulunmuĢtur. 

Toksarı, Türkiye’nin enerji tüketimini modellemek için nüfus, gayri safi milli hasıla, 

ithalat ve ihracat verilerinden faydalanan bir karınca kolonisi optimizasyon algoritması 

geliĢtirmiĢtir [16]. GeliĢtirilen modelde lineer ve kuadratik modelleri kullanmıĢtır. 

Lineer model için bağıl hata -3,87 ve kuadratik model için bağıl hata -2.83 olarak tespit 

edilmiĢtir. 

Bu çalıĢmalara ek olarak, Erkmen ve Özdoğan, kısa dönem elektrik enerjisi tüketimini 

modellemek için Kohonen kümeleme süreci ve genetik algoritma tabanlı yapay sinir 

ağlarını birlikte kullanmıĢlardır [17]. Yalçınöz ve çalıĢma arkadaĢları, orta dönem 

elektrik enerjisi tüketiminin modellemesinde çok katmanlı algılayıcıyı hareketli 

ortalama metoduyla karĢılaĢtırmıĢlardır [18]. Küçükali ve BarıĢ, Türkiye’nin yıllık brüt 
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elektrik enerjisi tüketimini modellemek için bulanık mantık yönteminden 

faydalanmıĢlardır [19]. Hamzaçebi, Türkiye’nin 1970 ve 2004 yılları arasındaki sektörel 

net elektrik enerjisi tüketimini yapay sinir ağları kullanarak modellemiĢtir [20]. Akay ve 

Atak, Türkiye’nin toplam ve endüstriyel elektrik enerjisi tüketimini modellemek için 

yuvarlanma mekanizmalı gri tahmin yöntemi üzerinde çeĢitli çalıĢmalar yapmıĢlardır 

[21]. 

Bu tez çalıĢmasında ise, karınca aslanı optimizasyon algoritması kullanılarak 

Türkiye’nin aylık elektrik enerjisi tüketiminin modellemesi yapılmıĢtır. Bu 

optimizasyon algoritmasının tercih edilmesinin sebebi; literatürde yeni geliĢtirilen 

metasezgisel bir yöntem olması ve henüz elektrik enerjisi tüketiminin modellenmesinde 

kullanılmamıĢ olmasıdır. Yapılan modellemede giriĢ olarak günlük ortalama sıcaklık, 

günlük ortalama rüzgâr hızı, günlük ortalama nem miktarı, günlük ortalama yağıĢ 

miktarı ve günlük toplam küresel güneĢ radyasyonu verilerinden faydalanılmıĢtır. Bu 

parametrelerin tercih edilmesindeki neden ise, literatürde elektrik enerjisi tüketiminin 

modellenmesinde en çok yararlanılan giriĢler olmasıdır. Ayrıca, karınca aslanı 

optimizasyon algoritması içerisinde lineer, kuadratik ve üstel matematiksel 

modellemelerinin tümü karĢılaĢtırılmıĢtır. Sonuç olarak, kare hataların toplamı, karekök 

ortalama hata ve ortalama mutlak yüzdesel hata ölçekleri açısından yüksek performanslı 

ve verimli aylık elektrik enerjisi tüketim modellemeleri baĢarılmıĢtır. 

Bu tez çalıĢması 6 bölümden oluĢmaktadır. Bu bölümde elektrik enerjisi tüketiminin 

modellenmesi ile ilgili literatür taraması sunulmuĢtur. 2. Bölümde kısa, orta ve uzun 

dönem elektrik enerjisi tüketimleri ile ilgili temel bilgiler verilmiĢ ve bu tüketim 

dönemlerinin modellemesi için kullanılan metotlardan bahsedilmiĢtir. 3. Bölümde 

öncelikle optimizasyon, sezgisel optimizasyon ve metasezgisel optimizasyon hakkında 

açıklamalar yapılmıĢ, sonrasında bu tez çalıĢmasında uygulanan karınca aslanı 

optimizasyonun çalıĢması ve matematiksel altyapısı anlatılmıĢtır. 4. Bölümde karınca 

aslanı optimizasyon algoritmasının aylık elektrik enerjisi tüketiminin 

modellenmesindeki performansı detaylı analiz edilmiĢtir. 5. Bölümde yapılan analizler 

sonucunda elde edilen bulgular değerlendirilmiĢtir. 6. Bölümde ise sonuçlar ve öneriler 

sunulmuĢtur. 
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BÖLÜM 2 

KISA, ORTA VE UZUN DÖNEM ELEKTRĠK ENERJĠSĠ TÜKETĠMĠ 

Enerji Ģirketleri tüketicinin ihtiyacını karĢılayacak kaliteli elektrik enerjisini 

müĢterilerine ulaĢtırmak zorundadır. Bu nedenle, elektrik enerjisi tüketiminin 

modellenmesi önem arz etmektedir [19]. Bu sayede, üretim sistemindeki değiĢikliklere 

paralel bir Ģekilde iletim ve dağıtım sistemlerinde de uygun değiĢiklikler yapılmaktadır. 

Yapılacak değiĢikliklere iliĢkin yatırım maliyetleri de analiz edilmektedir [22]. Ayrıca, 

enerji ticareti, enerji yönetimi, enerji planlaması, Ģebekedeki kapasite artıĢlarının 

belirlenmesi, Ģebeke altyapısının geliĢtirilmesi, vb. konularda enerji Ģirketlerine 

yardımcı olmaktadır [2, 23]. 

Ekonomi, çevre ve mevsimsel değiĢiklikler elektrik enerjisi tüketimini etkiler [24, 25]. 

Özellikle, sıcaklık, nem, rüzgâr hızı, bulutluluk, yağıĢ miktarı, güneĢ radyasyonu vb. 

hava koĢullarının elektrik enerjisi tüketimi üzerinde etkileri vardır [26]. Çoğu elektrik 

enerjisi tüketim modelinde sıcaklık ve nem kullanılmaktadır [18]. Yaz aylarında yüksek 

sıcaklıklar, klima kullanımının artmasına neden olarak güç için yüksek talep yaratırken, 

kıĢın da sıcaklıklar düĢük olduğunda ısıtma cihazlarının kullanımı aynı etkiyi yaratır 

[27]. Yoğun yağıĢ alan bölgelerde insanların kapalı alanda kalmaları gerekmekte ve bu 

durum da farklı amaçlar doğrultusunda daha fazla enerji kullanılmasına neden 

olmaktadır [18, 27]. 

Nem görünür sıcaklığı arttırır ve yaz aylarında enerji talebini yükseltir [28]. Ayrıca, 

sıcak ve nemli bir günde aynı mevsimdeki kuru günlerden daha fazla güç tüketilir. 

Artan rüzgâr hızı ise, görünür sıcaklığı düĢürür ve yaz aylarında enerji talebini azaltır 

[18]. Bulutluluğun, elektrik enerjisi talebine etkisini belirlemek için günün saati de 

dikkate alınır. Gece boyunca bulutlar serinletici bir etkiye sahiptir ve bu nedenle daha az 

güç tüketilirken, gündüz saatlerinde bulutlar sıcaklığın armasına neden olur ve böylece 

daha fazla güç tüketilir [27]. Bunlara ek olarak, elektrik enerjisi tüketiminin 

modellemesinde elektrik fiyatı gibi ekonomik değiĢkenler de filtrelenmektedir [28]. 

Çoğu durumda insanlar elektrik fiyatı uygun olduğunda daha fazla güç tüketirken, 

pahalı olduğunda daha az güç tüketir [29, 30]. 
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Elektrik enerjisini tüketiminin modellenmesi, tüketimin yapıldığı zaman aralığına göre 

farklı faydalar sağlamakta ve kısa dönem, orta dönem ve uzun dönem elektrik enerjisi 

tüketimleri olmak üzere üç ana kategoride değerlendirilmektedir [27, 31]. 

2.1. Kısa Dönem Elektrik Enerjisi Tüketim Modelleri 

Kısa dönem elektrik enerjisi tüketimi, saatlik elektrik enerjisi tüketimlerini temel alır 

[2]. Kısa dönem elektrik enerjisi tüketiminin modellenmesi güç sistemlerinin güvenliği 

ve enerjinin doğru fiyatlandırılması açısından oldukça önemlidir [24]. Hava koĢulları, 

günün belirli saatleri ve konut, sanayi gibi müĢterileri türleri modellemede dikkate 

alınan faktörler arasındadır [27, 32]. ġekil 2.1’de verilen istatistiksel ve yapay zekâ 

tabanlı yöntemler bu kategoride kullanılmaktadır [27, 33]. 1980’lere kadar yaklaĢık tüm 

elektrik enerjisi tüketim modelleri istatistiksel yöntemlere dayalıydı. 1990 ve sonrasında 

yapay zekâya dayalı yöntemler kullanılmaya baĢlandı. Son yıllarda ise, her iki yöntemin 

birlikte kullanıldığı hibrit metotlar da ortaya çıkmıĢtır [34, 35]. 

 

ġekil 2.1. Kısa dönem elektrik enerjisi tüketiminin modellenmesinde kullanılan metotlar 



7 

2.1.1. Ġstatistiksel Metotlar 

Benzer gün analizi, regresyon analizi, zaman serileri ve üstel düzgünleĢtirme kısa 

dönem elektrik enerjisi tüketiminin modellenmesine kullanılan istatistiksel metotlardır. 

Benzer gün analizi, elektrik enerjisi tüketiminin gerçekleĢtirileceği gün ile benzer 

özelliklere sahip olan geçmiĢ verilerin kullanılmasına dayanır [16, 20]. BaĢka bir 

ifadeyle, model giriĢlerinden biri benzer özellik gösteren günlük elektrik enerjisi 

tüketim verisi olacaktır. Ayrıca, sıcaklık, nem, haftanın günü ve tarih de benzer giriĢler 

olarak kullanılabilir [6]. 

Regresyon analizi en çok tercih edilen istatiksel metotlardan biridir. Bir bağımlı 

değiĢkenin bir veya daha fazla bağımsız değiĢken ile aralarındaki iliĢkiyi veren 

fonksiyondur [33]. Kısa dönem elektrik enerjisi tüketiminin modellenmesinde sıklıkla 

kullanılmaktadır. GeçmiĢ elektrik enerjisi tüketim verileri, geçmiĢ mevsimsel veriler, 

ekonomik faktörler vb. bağımız değiĢkenler arasında bağlantı kurularak regresyon 

denklemleri elde edilmektedir [36, 37]. Regresyon analizi sonucunda, ġekil 2.2’de 

gösterildiği gibi, doğrusal(lineer) veya doğrusal olmayan(lineer olmayan) iliĢkiler 

kurulabilir. Bu yaklaĢımın en büyük dezavantajı; ancak orta büyüklükte bir veri seti 

kullanılarak iyi sonuçların elde edilebilmesi ve veri toplamanın çoğu durumda zorlu ve 

maliyetli bir süreç olmasıdır [2, 33]. Basit regresyon iki değiĢkenli regresyon modeli 

olarak da adlandırılır ve bağımlı değiĢkeni bağımsız değiĢkenle açıklar. Çoklu 

regresyonda ise, bağımlı değiĢkeni eĢ zamanlı olarak etkileyen daha fazla bağımsız 

değiĢken açıklayıcı olarak kullanılır [2]. 
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ġekil 2.2. Regresyon analizinde doğrusal ve eğrisel iliĢki [38] 

Bir zaman serisi, eĢit zaman aralıklarında kaydedilen bir veri dizisidir [39, 40]. 

KarmaĢık modelleme süreçlerine sahip olmaları, modelleme performanslarının düĢük 

olması, çok sayıda geçmiĢ veri gerektirmeleri, yeni koĢullara hızlı uyum 

sağlayamamaları, sıcaklık, nem, yağıĢ miktarı vb. faktörleri dikkate almamalarından 

ötürü kısa dönem elektrik enerjisi tüketiminin modellenmesinde daha az 

kullanılmaktadır [37, 39, 40]. Otoregresif (AR), hareketli ortalama (MA), otoregresif 

hareketli ortalama (ARMA), dıĢsal değiĢkenli otoregresif hareketli ortalama(ARMAX), 

otoregresif bütünleĢik hareketli ortalama (ARIMA) ve dıĢsal değiĢkenli otoregresif 

bütünleĢik hareketli ortalama (ARIMAX) kısa dönem elektrik enerjisi tüketiminin 

modellenmesinde kullanılan zaman serisi metotlarıdır. 

Bahsedilen zaman serisi metotlarının temel prensipleri incelendiğinde [41], otoregresif 

modelde önceki dönemlerdeki değerler ve rastlantısal hata terimine bağlı olarak Y’nin t 

dönemindeki değeri elde edilir. Hareketli ortalama modelinde sabit terime ek olarak 

önceki dönem hatalarının ağırlıklı toplamı kullanılarak Y’nin t dönemindeki değeri elde 

edilir. Bir zaman serisi hem otoregresif hem de hareketli ortalama özelliklerini 

içeriyorsa bu tasarıma otoregresif hareketli ortalama adı verilir. Ayrıca, AR, MA ve 

ARMA ilgili zaman serisinin durağan olduğunu kabul eder. Durağan olmayan zaman 

serisini durağanlaĢtırmak için otoregresif bütünleĢik hareketli ortalama modeli 

kullanılır. Üstel düzgünleĢtirme metodu ise, hem deterministik hem de stokastik trende 

sahip olan zaman serilerine uygulanabilmektedir. 
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2.1.2. Yapay zekâ metotları 

Yapay sinir ağları, uzman sistemler ve bulanık mantık kısa dönem elektrik enerjisi 

tüketiminin modellenmesinde yaygın olarak kullanılan yapay zekâ metotlarıdır. Yapay 

sinir ağları, kısa dönem elektrik enerjisi tüketiminin modellenmesinde sıklıkla 

kullanılmaktadır. Yapay sinir ağları, insan beyninin özelliklerinden olan; öğrenme yolu 

ile yeni bilgiler üretebilme, yeni bilgiler keĢfedebilme, bilgiler arası iliĢki kurma vb. 

yeteneklerin otomatik olarak gerçekleĢtirilmesi amacıyla geliĢtirilen bilgisayar 

sistemleridir [42, 43]. Yapay sinir ağlarının temel çalıĢma prensibi ġekil 2.3’de 

gösterilmiĢtir. Özetle, biyolojik sinir ağlarının çalıĢmasını taklit ederler. Taklit edilen 

sinir hücreleri nöronlar ihtiva ederler ve bu nöronlar farklı Ģekillerde birbirlerine 

bağlanarak ağı oluĢtururlar [44, 45]. Ağın nöronları, belirli giriĢ düzenini öğrenmek için 

eğitilir ve eğitilmiĢ ağın performansını değerlendirmek için testler yapılır.  

 

ġekil 2.3. Yapay sinir ağlarının temel çalıĢma prensibi [42] 

Ġstatistiksel metotların aksine bir sistem modelinin tasarlanmasına gerek olmaması, 

modelleme için matematiksel formülasyona ihtiyaç duyulmaması, büyük geçmiĢ veri 

kümelerine gerek olmaması, gürültülü ve hatalı verilere karĢı dayanıklı olması ve 

doğrusal olmasa bile girdi ve çıktı değiĢkenleri arasındaki iliĢkiyi öğrenebilme becerisi 

yapay sinir ağlarının avantajları arasında yer almaktadır [46, 47]. Diğer taraftan, 

modelleme öncesi ağın eğitilmesine ihtiyaç duyulması, kullanılan öğrenme 

algoritmasına, ağın türüne ve verilerin boyutuna bağlı olarak eğitimin zaman alması ve 

koĢul değiĢikliklerine karĢı daha az esnek olması yapay sinir ağlarının dezavantajları 
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arasında bulunmaktadır [48, 49]. Ġleri beslemeli, geriye yayılımlı ve çok katmanlı yapay 

sinir ağı mimarileri bulunmaktadır. 

Uzman sistemler, yapay zekâ alanındaki geliĢmelerin bir sonucu olarak ortaya çıkan 

yeni bir alandır ve uzman mühendisler tarafından kurulan bilgisayar programlarıdır 

[50]. Uzman bilgisi bilgisayardaki If-Then kurallarını veya giriĢ verilerini 

değerlendirecek Ģekilde mevcuttur. KoĢullar değiĢtiğinde, söz konusu değiĢiklikleri 

karĢılamak için kolayca yeni bilgiler eklenebilir. Bilgi tabanına rahatlıkla yeni kurallar 

da eklenebilir [48]. Ġstatistiksel elektrik enerjisi tüketim modellerine kıyasla daha az 

hesaplama ve daha düĢük kapasiteli veri tabanı gerektirirken, yapay sinir ağı 

modellerine karĢın uzman sistem operatörleri ile söz konusu bilgi tabanlı sistem 

arasında doğrudan etkileĢime izin verirler [35]. Ayrıca, yapay zeka optimizasyon 

algoritmaları uzman sistemler içerisinde incelenebilir. Bunlara örnek olarak; yapay ısıl 

iĢlem algoritması, genetik algoritmalar, tavlama benzetimi, tabu araĢtırması, diferansiyel 

geliĢim, parçacık sürü optimizasyonu, karınca kolonisi optimizasyonu, yapay arı 

kolonisi algoritması gösterilebilir [9]. 

Bulanık mantık ise, matematikteki bulanık küme teorisine dayanır ve her bir kelimenin 

anlamında saklı olan belirsizliği temsil eder [50]. BaĢka bir ifadeyle, bulanık kümeler 

sözel ifadelerin bilgisayara aktarılmasında kullanılan matematiksel modellerdir. Klasik 

bir kümede bir eleman kümenin ya dıĢındadır (0) ya da içindedir (1). Bulanık kümelerde 

ise bir eleman 0 ile 1 değerleri arasında bir üyelik değerine sahiptir. Bulanık mantığın, 

karmaĢık, zamanla değiĢen ve belirsiz sistemlerin denetimine basit, hızlı ve ekonomik 

çözümler getirmesi avantajları olarak değerlendirilirken, kullanılan mantık kurallarının 

deneyimden etkilenmesi ve üyelik fonksiyonlarının seçiminde özel bir tekniğin 

olmaması dezavantajı olarak ortaya çıkar [50]. 

2.2. Orta ve Uzun Dönem Elektrik Enerjisi Tüketim Modelleri 

Orta dönem elektrik enerjisi tüketimi, haftalık, aylık ve yıllık elektrik enerjisi 

tüketimlerini temel alır [2]. Büyük tesislerin elektrik enerjisi talepleri ve bakım-onarım 

gereksinimleri, elektrik enerjisi üretim kapasitesine yeni eklemeler ve mevsimsel 

değiĢimler orta dönem elektrik enerjisi tüketimini etkileyen faktörler arasındadır [51]. 

Ayrıca, günaĢırı tepe elektrik enerjisi miktarı ve haftalık tepe elektrik enerjisi miktarı da 
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dikkate alınabilmektedir. Orta dönem elektrik enerjisi tüketim modellerinin güç sistemi 

üzerindeki duyarlılığı kısa dönem elektrik enerjisi tüketim modellerine göre daha 

düĢüktür [52]. Bu nedenle, kısa zaman aralığına dayanan bir durum modeli uzun zaman 

ölçeğinde kullanılabilmektedir. 

Uzun dönem elektrik enerjisi tüketimi ise, gelecek 50 yıl için elektrik enerjisi 

tüketiminin modellenmesini temel alır [2]. Yeni nesil tesislerin geliĢtirilmesi, yeni 

üretim birimlerinin kurulması ve iletim ve dağıtım sistemlerinin iyileĢtirilmesi için 

büyük önem taĢımaktadır. Mevsimsel ve günlük hava değiĢimlerine ilaveten ulusal 

ekonomik büyüme, sosyal alıĢkanlıklar vb. bir takım karmaĢık ve doğrusal olmayan 

faktörler uzun dönem elektrik enerjisi tüketiminin modellenmesini zorlaĢtırmaktadır 

[27, 51]. Ayrıca, tüketim fiyatlandırması, nüfus yoğunluğu, gayri safi milli hâsıla ve 

yeni teknolojilerin kullanım oranı da orta ve uzun dönem elektrik enerjisi tüketimini 

etkilemektedir. 

Elektrik enerjisi tüketiminin modellenmesi güç sisteminin planlanması ve 

çalıĢtırılmasında önemli bir etkiye sahiptir ve modellemede ortaya çıkacak hata iĢletme 

maliyetinde artıĢa neden olacaktır. Dolayısıyla, kararlı bir modelin, tüketilen elektrik 

enerjisi ile zaman, hava koĢulları ve ekonomik faktörler gibi değiĢkenler arasındaki 

iliĢkiyi doğru kurması gerekir [53, 54]. Genel olarak trend analizi, son kullanım analizi 

ve ekonometrik analiz orta ve uzun dönem elektrik enerjisi tüketiminin 

modellenmesinde kullanılan metotlardır [27, 40]. Yine yapay sinir ağları, bulanık 

mantık ve genetik algoritmalar orta ve uzun dönem elektrik enerjisi tüketiminin 

modellenmesinde kullanılabilmektedir. Tek fark; bir eğitim yapılması ve verilerin 

dönemsel olmasıdır. 

Trend analizi, yıl boyunca tüketilen elektrik enerjisi oranlarına dayanır ve elektrik 

enerjisi tüketimindeki geçmiĢ değiĢiklikler kullanılır [11]. Basit ve karmaĢık olmayan 

bir prosedüre sahip olması, çok fazla zaman gerektirmemesi ve ucuz olması trend 

analizinin avantajları arasında yer almaktadır [11, 55]. Buna karĢın, elektrik enerjisi 

tüketimindeki bölgesel davranıĢ biçimine bağlı olması, tüketim davranıĢını analiz 

etmemesi ve buna açıklama getirmemesi, enerji fiyatları gibi diğer faktörlerin tüketimi 

nasıl etkilediğine dair kesin bir değerlendirme yapmaması trend analizinin 

dezavantajları arasında bulunmaktadır [27]. 
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Son kullanım analizi, elektrik enerjisi tüketiminin son kullanıma bağlı olmasına dayanır 

[56]. Örneğin; daha önceki yılların verileri kullanılarak elektrikli ev aletleri tarafından 

tüketilen güç miktarının bulunmasında her cihaz tarafından tüketilen güç, her bir evde 

tahmin edilen elektrikli cihaz sayısı ile çarpılır. Elde edilen sayı, tahmini hane sayısı ile 

katlanır. Sonuç olarak, tüm elektrikli ev aletlerine gereken toplam gücü vermek için 

elektrik enerjisi miktarı belirlenir [27]. Son kullanım analizi daha az tarihsel veri 

gerektirir, zaman içerisinde enerji güvenliğinin sağlanması hakkında bilgi sağlar ve her 

bir elektrikli cihaz tarafından ne kadar güç tüketildiğini belirler [56]. Diğer taraftan, 

yapılan modelleme birkaç yıl boyunca geçerli olabilir, ancak on yıl veya daha uzun bir 

sürede teknolojideki geliĢmeler, elektrik fiyatındaki değiĢiklikler, enerji tasarrufundaki 

artıĢ vb. hususlar yeniden modellemeyi gerektirecektir [27]. 

Ekonometrik analiz ise, hem trend analizindeki hem de son kullanım analizindeki 

birtakım özelliklerin birleĢtirilmesine dayanır [56]. Ekonomi ve istatistik teorileri orta 

ve uzun dönem elektrik enerjisi tüketimini modellenmek için bir araya getirilir. 

Ekonometrik analiz, elektrik enerjisi tüketiminin neden arttığına veya azaldığına dair 

karmaĢık detaylar sunar, nüfus yoğunluğu, gayri safi milli hâsıla gibi faktörlerin elektrik 

enerjisi tüketimini nasıl etkilendiğine dair ayrıntılı bilgi verir ve konut, ticari ve 

endüstriyel müĢteriler için farklı tüketim modellemeleri yapar [27]. Bu analizin 

kararlılığı, elektrik enerjisi tüketimini etkileyen faktörlerin öngörülen değerlerinin 

doğruluğuna bağlı olacaktır [57]. 
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BÖLÜM 3 

KARINCA ASLANI OPTĠMĠZASYONU 

3.1. Optimizasyon 

Optimizasyon, belirli koĢullar altında en iyi sonucu bulma iĢlemidir. Herhangi bir 

mühendislik sisteminin tasarım, yapım ve bakımında teknolojik ve yönetimsel 

kararların alınması gerekmektedir [58]. Tüm bu kararların nihai amacı; gerekli çabayı 

en aza indirmek ve istenen faydayı en üst düzeye çıkarmaktır [58, 59]. Dolayısıyla, 

optimizasyon için istenen fayda ve gerekli çaba, durum koĢullarına bağlı bir fonksiyon 

olarak ifade edilebilir ve optimizasyon, bu fonksiyonun maksimum veya minimum 

değerlerini bulma süreci olarak da ifade edilebilir. Bütün optimizasyon problemlerini 

etkin bir Ģekilde çözmek için sadece tek bir yöntem yoktur. Bu nedenle, farklı 

optimizasyon problemlerini çözmek için birçok sayıda optimizasyon metotları 

geliĢtirilmiĢtir [58, 59]. 

Optimum arama yöntemleri aynı zamanda matematiksel programlama teknikleri olarak 

da bilinir ve genellikle operasyon araĢtırmasının bir parçası olarak incelenir. Operasyon 

araĢtırması, bilimsel tekniklerin ve yöntemlerin karar verme problemlerine uygulanması 

ve en iyi, en uygun çözümlerin oluĢturulmasıyla ilgili bir matematik alanıdır [59]. 

Geleneksel optimizasyon problemleri tasarım değiĢkenlerinin sayısına göre (tek 

değiĢkenli, çok değiĢkenli), tasarım karakteristiğinin türüne göre (sürekli, kesikli), hedef 

ve kısıtlayıcı fonksiyonlara bağlı olarak (doğrusal, doğrusal olmayan) ve problemin 

formülasyonuna göre (kısıtlamalı, kısıtlamasız) türlere ayrılmaktadır [49, 58]. 

Genel olarak optimizasyon iĢleminde amaç fonksiyonu ve kısıtlayıcılar problemde yer 

alan tasarım değiĢkenlerine bağlı olarak ifade edilir [49]. Tasarım değiĢkenlerinin sayısı 

( ) ile eĢitlik kısıtlayıcılarının sayısı ( ) birbiriyle iliĢkilidir [58]:     ise, eĢitlik 

kısıtlayıcılarına sahip optimizasyonun çözüm Ģartı tasarım değiĢkenlerinin sayısının 

 ’den büyük olmasıyla sağlanır.     ise, fazla sayıda gereksiz kısıtlayıcılar mevcuttur. 

Bu durumda optimizasyon gereksiz kısıtlayıcılardan kurtarılarak     Ģartı sağlanır. 

Aksi halde optimizasyon probleminin tanımlanması hatalı yapılmıĢ olur.     ise, 

tanımlanan sistem için optimizasyon problemi gereksizdir. Daha basit denklemler ile 
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çözüme ulaĢılabilir. EĢitliksiz kısıtlayıcılarında ise tasarım değiĢkenlerinin sayısı ile 

ilgili herhangi bir Ģart yoktur [49]. Ayrıca, optimizasyon problemlerinin bazılarında 

tasarım kısıtlayıcıları bulunmaz. Buna kısıtlamasız optimizasyon adı verilir. 

Optimizasyon problemine ait tasarım değiĢkenlerinde doğrusal olarak birbirlerine 

bağımlılık söz konusuysa buna da doğrusal optimizasyon denilir ve çözümü diğerlerine 

nazaran çok basittir. 

Geleneksel olmayan optimizasyon yöntemleri olarak da adlandırılan modern 

optimizasyon yöntemleri, son zamanlarda çok kompleks optimizasyon problemlerini 

çözebilmek amacıyla ortaya çıkmıĢtır [58, 59]. Bu yöntemler arasında yapay ısıl iĢlem 

algoritması, genetik algoritmalar, tavlama benzetimi, parçacık sürü optimizasyonu, 

karınca kolonisi optimizasyonu, yapay sinir ağı tabanlı optimizasyon ve bulanık 

optimizasyon bulunur [49, 58]. En geniĢ anlamıyla optimizasyon, herhangi bir 

mühendislik problemini çözmek için uygulanabilir en iyi yöntemin bulunması anlamına 

gelmektedir [60]. Farklı mühendislik disiplinlerine ait optimizasyon uygulamaları 

aĢağıda yer almaktadır [58, 61-63]. 

 Uzay araçlarının optimal yörüngelerini bulma, 

 Minimum ağırlık için uçak ve havacılık yapılarının tasarımı, 

 Deprem ve diğer afetlere karĢı dayanıklı yapılar için minimum ağırlıkta tasarım, 

 Temel, köprü, kuleler, bacalar gibi inĢaat mühendisliği yapılarının tasarımı ve 

minimum maliyet hesaplamaları, 

 Optimum üretim planlama, kontrol ve zamanlama, 

 Maksimum fayda için su kaynakları sistemlerinin tasarımı, 

 DiĢlilerin, tezgahların ve diğer mekanik malzemelerin optimum tasarımı, 

 Metal kesme iĢlemlerinde minimum üretim maliyeti için iĢleme koĢullarının seçimi, 

 Maksimum verim için pompa, türbin ve ısı transfer ekipmanlarının tasarımı, 

 Motor, jeneratör ve transformatör gibi elektrikli makinelerin optimum tasarımı, 

 Kontrol sistemlerinin optimum tasarımı, 

 Elektrik Ģebekelerinin optimum tasarımı, 

 Bir tur sırasında çeĢitli Ģehirleri ziyaret eden bir satıĢ elemanı için en kısa rota, 

 Fiziksel olgunun en doğru temsilini elde etmek için istatistiksel verilerin analizi ve 

deneysel sonuçlardan ampirik modeller oluĢturulması, 
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Genel bir optimizasyon problemi aĢağıdaki gibi ifade edilir [58, 59]. Bu denklemlerde   

değiĢkenlerin sayısını,   n boyutlu tasarım vektörünü,      amaç fonksiyonunu,       

ve       sırasıyla eĢitlik ve eĢitsizlik kısıtlamalarını temsil eder. BaĢka bir ifadeyle, 

optimize edilecek büyüklük (maksimum ya da minimum) amaç fonksiyonu olarak 

tanımlanır. En iyi çözümleri bulmak için aldıkları değerler değiĢtirilerek kullanılan 

parametreler tasarım vektörü olarak isimlendirilir. Parametreler değer alırken üzerinde 

konulan kurallarla bazı kısıtlamalar getirilir. Bunlara da tasarım kısıtlayıcıları adı verilir. 

 ’i bul;   

{
 
 

 
 

  

  

 
 
 

    

; Hangi  ,     ’i minimize eder? (3.1) 

                       (3.2) 

                   (3.3) 

3.1.1. Tasarım vektörü 

Herhangi bir mühendislik sistemi veya bileĢenlerinden bazıları tasarım sürecinde 

değiĢkenler olarak görülen bir dizi nitelikler tarafından tanımlanabilir. Genel olarak, 

belirli nitelikler baĢlangıçta sabitlenir ve bunlar önceden belirlenmiĢ parametreler olarak 

adlandırılır. Diğer tüm nitelikler tasarım sürecinde Denklem 3.4’teki gibi değiĢkenler 

olarak kabul edilir ve tasarım veya karar değiĢkenleri olarak adlandırılır [58]. Tasarım 

değiĢkenleri toplu olarak Denklem 3.5’teki gibi bir tasarım vektörü olarak gösterilir. 

             (3.4) 

             (3.5) 

3.1.2. Tasarım kısıtlamaları 

Birçok pratik problemde, tasarım değiĢkenleri keyfi olarak seçilemez. Bunun yerine 

belirli iĢlevsel ve diğer gereklilikleri yerine getirmek zorundadır. Kabul edilebilir bir 

tasarım üretmek için yerine getirilmesi gereken kısıtlamalar, genel olarak tasarım 
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kısıtlamaları olarak adlandırılır. DavranıĢ veya performansla ilgili kısıtlamaları temsil 

eden kısıtlamalar iĢlevsel kısıtlamalar olarak adlandırılır. Kullanılabilirlik, üretilebilirlik 

ve taĢınabilirlik gibi tasarım değiĢkenleri üzerindeki fiziksel sınırlamaları temsil eden 

kısıtlamalar geometrik veya yan sınırlamalar olarak bilinir [58]. 

3.1.3. Amaç fonksiyonu 

Geleneksel tasarım prosedürleri, problemin iĢlevsel ve diğer gereksinimlerini karĢılayan 

kabul edilebilir veya yeterli bir tasarımı bulmayı amaçlar. Genel olarak, birden fazla 

kabul edilebilir tasarım olacaktır ve optimizasyonun amacı; mevcut birçok kabul 

edilebilir tasarımdan en iyisini seçmektir. Bu nedenle farklı alternatifler 

değerlendirilerek kabul edilebilir tasarımları karĢılaĢtırmak ve en iyisini seçmek için bir 

kriter belirlenmelidir. Tasarım değiĢkenlerinin bir fonksiyonu olarak ifade edildiğinde, 

tasarımın optimize edilmesine iliĢkin kriterler, ölçüt, değer veya amaç iĢlevi olarak 

bilinir. Nesnel iĢlev seçimi, sorunun niteliğine göre belirlenir. Örneğin; havacılık yapı 

sektöründe amaç fonksiyonu uçağın ağırlığının en aza indirgenmesi olarak bilinir. ĠnĢaat 

mühendisliğinde amaç fonksiyonu maliyetin en aza indirgenmesidir. Bu nedenle, nesnel 

iĢlev seçimi, çoğu tasarım probleminde kolay gibi görünmektedir [58]. 

Fakat belirli bir kritere göre optimizasyonun, baĢka bir kritere göre istenmeyen 

sonuçlara yol açabileceği durumlar olabilir. Bu nedenden dolayı, amaç fonksiyonunun 

seçimi, tüm optimum tasarım sürecinde en önemli kararlardan biridir. Bazı durumlarda, 

eĢzamanlı olarak karĢılanması gereken birden fazla kriter olabilir [49]. Örneğin, bir çifti 

için minimum ağırlıklı ama maksimum verimlilikte beygir gücüne sahip bir araç 

tasarlanması gerekebilir. Bu durumda çoklu amaç fonksiyonuna gerek duyulur. Çoklu 

amaç fonksiyonlarını içeren bir optimizasyon problemi, çoklu hedef programlama 

problemi olarak da bilinir. Birden çok hedefle birlikte bir çatıĢma olasılığı ortaya çıkar 

ve sorunu ele almanın basit bir yolu, çatıĢan çoklu amaç fonksiyonlarının doğrusal bir 

kombinasyonu olarak genel bir amaç fonksiyonu oluĢturmaktır [58]. Böylece, Denklem 

3.6’daki gibi       ve       iki amaç fonksiyonunu belirtir ve yeni (genel) bir      

nesnel iĢlevini oluĢtururlar. Bu denklemde    ve   değerleri ise bir objektif iĢlevin 

diğerine göre göreceli önemini gösteren sabitlerdir. 
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                      (3.6) 

Amaç fonksiyonu sistem tasarımında isteklere bağlı olarak değer alır. Bir sistem 

tasarımı için amaç fonksiyonu minimum veya maksimum değer alabilir. Örneğin; kar 

maksimize edilebilir, enerji kullanımı minimize edilebilir, maliyet minimize edilebilir 

ve ağırlık minimize edilebilir [57]. ġekil 3.1’de optimizasyon probleminin çözüme 

ulaĢması için uygulanacak adımlar verilmiĢtir. 

 

ġekil 3.1. Optimizasyon problemini çözüme ulaĢtırmak için uygulanacak adımlar 

3.2. Sezgisel Optimizasyon 

Klasik (matematiksel) optimizasyon yöntemleri çok yavaĢ çözümler ürettiğinden ve 

hatta bazı problemlerde çözüm bulamadığından sezgisel optimizasyon yöntemleri ortaya 

çıkmıĢtır. Sezgisel optimizasyon ile problemlerin daha hızlı çözülmesi ve daha az hatalı 

çözümler bulunabilmesi sağlanmıĢtır. Sezgisel optimizasyon 1945 yılında Polya 

tarafından problemlerin nasıl çözüleceği kitabında bahsedilmiĢtir [64]. 1947 yılında 

Dantzig tarafından lineer problemler için basit bölgesel arama optimizasyon algoritması 

üretilmiĢtir [65]. 1971 yılında Edmonds tarafından literatürde açgözlü arama algoritması 

oluĢturulmuĢtur [59].  

1 
• Optimizasyon problemi için temel yapılandırma oluĢturulur.  

2 
• Tasarım vektörleri belirlenir. 

3 
• Amaç fonksiyonu oluĢturulur. 

 4 
• Tasarım kısıtlamaları belirlenir. 

5 
• Probleme en iyi uyum sağlayacak optimizasyon tekniği seçilerek uygulanır. 
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Daha sonra metasezgisel olarak bilinen algoritmalar literatürde yer almıĢtır [59]. 

Genetik algoritmalar ilk olarak Holland tarafından 1975’te önerildi [66]. Yapay ısıl 

iĢlem algoritması 1983’te, tabu araĢtırma algoritması 1989 yılında geliĢtirildi [49]. 

Karınca kolonisi optimizasyonu, yuvalarından yiyeceğe en kısa yolu bulabilen karınca 

kolonilerinin ortak davranıĢına dayanır. Bu metot ilk olarak 1992 yılında Dorigo 

tarafından geliĢtirilmiĢtir [59]. Parçacık sürü optimizasyon algoritması, böcek kolonisi 

veya böcek sürüsü (örneğin, karıncalar, termitler, arılar ve eĢekarıları), kuĢ sürüsü ve bir 

balık sürüsü gibi sosyal organizmaların davranıĢlarını taklit eder. Bu algoritma ilk 

olarak 1995 yılında Kennedy ve Eberhart tarafından bulunmuĢtur [67]. 

Sezgisel optimizasyon, optimallik, eksiksizlik, doğruluk ve hassasiyet özelliklerini 

taĢımaktadır. Sezgisel optimizasyon algoritmaları çözüm uzayında spesifik olarak en iyi 

çözümü doğrudan bulamazlar. Bir problemin sahip olacağı en iyi çözüme yakınsamayı 

garanti eden algoritmalardır [49, 62]. Bir problemin doğru çözüme ulaĢabilecek yapıda 

olmaması, diğer algoritmalara kıyasla daha anlaĢılabilir olmaları ve genellikle öğrenmek 

amacıyla kullanılabilmeleri sezgisel optimizasyon algoritmalarına ihtiyaç duyulmasının 

nedenleri arasındadır [58, 59]. Diğer taraftan, yapılan tanımlamalar matematiksel 

olduğunda problemlerin zor tarafları genellikle görmezden gelinir. Bu durumda 

parametrelerin belirlenirken verinin hatalı olması ve sezgisel yaklaĢıma göre büyük 

hatalara neden olması sonucunu doğurabilir [49]. 

Sezgisel optimizasyon algoritmaları çözüm kalitesi ve hesaplama zamanı, kod basitliği 

ve gerçeklenebilirlik, esneklik, dinçlik, basitlik ve analiz edilebilirlik, etkileĢimli 

hesaplama ve teknoloji değiĢimleri kriterlere göre değerlendirilir [49, 58, 59, 68]. 

Çözüm kalitesi ve hesaplama zamanı, algoritmanın baĢarısının değerlendirilmesinde çok 

önemli bir kriterdir. Bu sebepten dolayı algoritmanın baĢarısı değiĢtirilebilir 

parametrelere sahip olmakla iliĢkilendirilebilir. Kullanıcı açısından parametrelerin 

değiĢtirilebilir olması, hesaplama zamanı ile çözümün kalitesi arasında bir iliĢki 

kurmasına imkân tanır. Bu iliĢki her zaman dıĢarıdan kontrol edilebilir olmalıdır. Kod 

basitliği ve gerçeklenebilirlik kriterine göre, algoritmanın prensipleri daha kolay 

anlaĢılabilir ve uygulanabilir olmalıdır. Böylece problemin iç kısmıyla alakalı bilgi 

birikiminin az olması durumda algoritmanın bu durumla kolaylıkla baĢ edebilmesi 

sağlanır. 
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Esneklik kriteri açısından, amaç fonksiyonları oluĢabilecek herhangi bir değiĢiklik 

sınırlamasına karĢı daha esnek olmaktadır. Dinçlik kriterine göre, çözümün baĢlangıç 

değerlerinden bağımsız bir Ģekilde, algoritma, yüksek kaliteli çözümler üretme 

yeteneğini kendi içerisinde barındırmalıdır. Basitlik ve analiz edilebilirlik açısından, 

kompleks algoritmalar çözüm kalitesi ve değiĢime karĢı gösterdikleri esneklik 

bakımından daha basit algoritmalara göre zor analiz edilirler. Bu nedenden dolayı 

kullanılacak algoritma her zaman daha kolay değerlendirilebilir olmak zorundadır. 

EtkileĢimli hesaplama ve teknoloji değiĢimlerine göre, algoritma yeniliklere açık hale 

gelmektedir. 

Ayrıca, sezgisel optimizasyon algoritmaları yapıcı algoritmalar ve yerel arama 

algoritmaları olarak ikiye ayrılmaktadır. Yapıcı sezgisel algoritmaların en bilineni; 

açgözlü algoritmadır. Açgözlü algoritma, sonuca en yakın çözümü bulmaya amaçlar ve 

aĢamalar halinde çalıĢır. Her adımda yerel bir optimum seçerek küresel bir optimumda 

sonuçlanacağı beklenir. Tabi ki bu durum her zaman en iyi çözüme ulaĢmakla 

sonuçlanmayabilir [69, 70]. Sezgisel yerel arama algoritmalarından en çok kullanılanı 

ise tepe tırmanma algoritmasıdır. Grafiklerde arama iĢlemi yapıldığından ve bu arama 

iĢlemi bir tepeye tırmanmaya benzediğinden bu isimle anılmaktadır. Algoritmanın 

amacı; grafikteki tırmanıĢtan en düĢük noktanın belirlenmesidir [49, 70]. 

3.3. Metasezgisel Optimizasyon 

Sezgisel optimizasyon algoritmalarının çoğu probleme bağlı olarak oluĢturulan 

algoritmalardır. BaĢka bir ifadeyle, tek bir problem için iyi bir performans gösterirken 

diğer problemler için aynı Ģekilde baĢarılı çözümler üretemeyebilir. Bundan dolayı çok 

daha genel olarak her probleme uygulanabilen algoritmaların geliĢtirilmesine ihtiyaç 

duyulmuĢtur [58]. Son 30-40 yıl içerisinde bu özelliğe sahip çeĢitli algoritmalar 

geliĢtirilmiĢtir. Bu algoritmalar; sosyal, biyoloji, zooloji, fizik, bilgisayar gibi bilimleri 

temel alarak geliĢtirilmiĢtir. Bu tür yaklaĢımlar literatürde modern sezgisel yaklaĢımlar 

veya yapay zekâ yaklaĢımları olarak da nitelendirilmektedir [61]. 

Meta kelimesi üst ve ötesinde anlamına gelir. Metasezgisel optimizasyon, sezgisel 

optimizasyonu bir üst seviyeye taĢıyarak arama sürecini yönlendiren stratejileri içerir. 

Hedef, en uygun çözümü bulabilmek için arama alanını araĢtırmaktır. Metasezgisel 
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optimizasyon algoritmaları, probleme özgü değildir. Metasezgiselliğin temel kavramları 

soyut bir seviye tanımlamasına izin verir. Arama alanının sınırlı alanlarda sıkıĢıp 

kalmaması için mekanizmalar içerebilirler [55]. Ayrıca, diğer yöntemlerden farklı 

olarak metasezgisel optimizasyon, makul bir sürede tatmin edici çözümler sunarak 

büyük boyutlu problemlerin daha kolay üstesinden gelinmesine olanak sağlar. Ama en 

iyi olan tek çözümü garanti etmez [49]. Son 30 yıl boyunca metasezgisel algoritmalar 

üzerinde yapılan çalıĢmalar büyük ve karmaĢık problemlerin metasezgisel 

algoritmalarla daha hızlı çözüldüğünü göstermiĢtir [58].  

Optimizasyon problemlerindeki kısıtlamaların üstesinden gelmek, metasezgisel 

algoritmaların tasarımda oldukça önemli bir konudur. Kısıtlamalar her türlü olabilir: 

doğrusal ya da doğrusal olmayan, eĢitlik ya da eĢitsizlik komĢuları, çözümlerin ya da 

amaç iĢlevinin sunumu. Amaç fonksiyonu ve tasarım vektör parametreleri ile doğrudan 

veya dolaylı olarak iliĢkisi bulunmayan kısıtlamalar algoritmadan çıkarılmalıdır [59]. 

Metasezgisel algoritmaların Ģu alanlarda kullanımlarına rastlanmaktadır [49, 58, 59]: 

Mühendislik tasarımları, malzemelerin yapısal optimizasyonu, topolojik optimizasyon, 

telekomünikasyon, robotik ve otomotiv uygulamaları, akıĢkan dinamiği ve aerodinamik, 

biliĢimsel biyoloji, maliye, biyoinformatik, makine öğrenmesi ve veri madenciliği, rutin 

problemlerin planlanması, eğitim, lojistik ve üretim planlamaları vb. 

Metasezgisel algoritmalar arama sürecine göre ikiye ayrılmaktadır. Bunlar yörünge 

yöntemleri ve nüfusa dayalı yöntemlerdir. Yörünge yöntemleri, arama sürecinde arama 

alanındaki bir yörüngeyi tanımlayan yöntemlerdir. Genellikle tek bir çözümü temel 

alırlar [69]. DeğiĢken komĢuluk arama, yinelenen yerel arama, yapay ısıl iĢlem ve tabu 

araĢtırma optimizasyon algoritmaları örnek olarak verilebilir. Nüfusa dayalı 

yöntemlerde ise, arama sürecinde biyoloji bilimi temel alınarak arama alanındaki 

noktalar evrimsel olarak tanımlanmaktadır [49]. Genetik, karınca kolonisi, yapay arı 

kolonisi, yapay bağıĢıklık, diferansiyel geliĢim, parçacık sürü ve karınca aslanı 

optimizasyon algoritmaları örnek olarak verilebilir. 

Genetik optimizasyon algoritması, doğal seleksiyon ve genetik prensiplere dayanılarak 

oluĢturulmuĢtur [66]. Karınca kolonisi optimizasyon algoritması, yuvalarından yiyecek 

kaynağına en kısa yolu bulabilen gerçek karınca kolonilerinin ortak davranıĢlarına 

dayanır [65]. Yapay arı kolonisi optimizasyon algoritması, gerçek bal arılarının yiyecek 
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arama davranıĢlarından esinlenir [49]. Yapay bağıĢıklık sistemi optimizasyon 

algoritması, canlılardaki bağıĢıklık sisteminin çalıĢmasını temel alır [71]. Diferansiyel 

geliĢim optimizasyon algoritması, popülasyon temelli ve iĢleyiĢ bakımından genetik 

algoritmayı baz alır. Genetik algoritma ile tek farkı; değiĢkenlerin gerçek değerleriyle 

ifade edilmesidir [72]. Parçacık sürü optimizasyon algoritması, bir böcek sürüsü, bir kuĢ 

sürüsü vb. canlıların koloni davranıĢına dayanır [67]. Karınca aslanı optimizasyon 

algoritması ise, karınca aslanının avlanma içgüdüsündeki hareketleri baz alınarak 

oluĢturulmuĢtur. 

Nüfusa dayalı yöntemler rastgele arama yaparak (çeĢitlendirme) arama alanını 

araĢtırırken, yörünge yöntemleri bölgesel arama yaparak (yoğunlaĢtırma) bulunan en iyi 

çözümleri kullanırlar [59]. YoğunlaĢtırmada umut vaat eden bölgeler, daha iyi çözümler 

bulma ümidiyle daha ayrıntılı olarak incelenmektedir. ÇeĢitlendirmede ise, arama 

alanının tüm bölgelerinin eĢit bir Ģekilde keĢfedildiğinden ve arama alanının sınırlı 

sayıda bölgeyle kısıtlı olmadığından emin olmak için keĢfedilmemiĢ bölgeler de ziyaret 

edilmektedir [73]. Metasezgisel algoritmalar için her tekrar eden aramada en iyi çözüm 

kriterleri seçilmelidir. Metasezgisel algoritmaların birtakım özellikleri aĢağıda yer 

almaktadır [49, 58, 59, 73]: 

 Evrimsel, yapay bağıĢıklık sistemi vb. optimizasyon algoritmaları gibi doğadan 

esinlenerek oluĢturulabilirler. Tavlama benzetimi optimizasyon algoritması gibi fizik 

biliminden esinlenerek de oluĢturulabilirler. 

 Bazı metasezgisel algoritmalar hafızasızdır. Arama süreci boyunca bulunan eski 

verileri hafızaya almazlar. Buna nüfusa dayalı optimizasyon algoritmaları örnek 

gösterilebilir. Bölgesel arama yapan algoritmalar ise hafıza kullanmaktadır. Örnek 

olarak tabu araĢtırma algoritması verilebilir. 

 Metasezgisel algoritmalardan bölgesel arama yapanlar deterministik kararlar vererek 

çözüme ulaĢabilirler. Örnek olarak yine tabu araĢtırma algoritması gösterilebilir.  

Nüfusa dayalı algoritmalar ise rastgele çözümler ürettiğinden stokastik kararlar 

vererek çözüme ulaĢırlar.  Buna örnek olarak evrimsel algoritmalar verilebilir. 

 Tek çözüm tabanlı algoritmalar (örneğin yerel arama, tavlama benzetimi) arama 

süresince tek bir çözümü elinde tutar ve kullanır. Popülasyon tabanlı algoritmalar ise 
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(örneğin evrimsel algoritmalar, parçacık sürüsü) bütün popülasyonda arama sırasında 

oluĢturduğu çözümü geliĢtirir.  

 Bu iki aile tamamlayıcı özelliklere sahiptir. Tek çözüme dayalı metasezgisel 

algoritmalar yerel bölgelerde aramayı yoğunlaĢtırma gücüne sahiptirler. Nüfusa 

dayalı metasezgisel algoritmalar ise araĢtırmaya yöneliktir; tüm arama alanında daha 

iyi bir çeĢitliliğe izin verirler. 

Metasezgisel optimizasyon algoritmasının bir problem üzerinde nasıl uygulanacağı 

ġekil 3.2’deki akıĢ diyagramında gösterilmiĢtir [59]. AkıĢ diyagramına göre en önemli 

nokta; problemin uygulanacağı meta modelin seçilmesi ve uygunluğunun 

değerlendirilmesi olacaktır. 

 

ġekil 3.2. Metasezgisel optimizasyon algoritmasının bir problem üzerinde uygulanması 
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3.4. Karınca Aslanı Optimizasyon Algoritması 

Karınca aslanları, Neuroptera takımına ait Myrmeleontidae familyasında yer alan 

böceklerdir. Karınca aslanlarının yaĢam döngüsü larva ve yetiĢkinlik olarak adlandırılan 

iki ana aĢamadan oluĢur. Doğal yaĢam sürelerinin çoğunu larva olarak geçirirler ve daha 

çok larva döneminde avlanırlar. Adlarını, benzersiz avlanma davranıĢlarından ve en 

sevdikleri av olan karıncalardan alırlar. 

Karınca aslanları, dairesel bir yol boyunca hareket ederek ve çenesiyle kumları dıĢarı 

fırlatarak koni biçimli bir çukur oluĢtururlar [74]. ġekil 3.3’de gösterildiği gibi tuzağı 

oluĢturduktan sonra çukurun dibinde saklanır ve karıncaların tuzağa düĢmesini bekler. 

Tuzağa düĢen bir karıncayı fark ettiğinde onu yakalamaya çalıĢır fakat karınca 

genellikle tuzaktan kaçmaya çalıĢır. Bu durumda karınca aslanı, karıncayı çukurun 

dibine doğru kaydırmak için çukurun kenarlarına kum fırlatır. Karıncayı çenesiyle 

yakalayarak toprağın altına çeker, avını tüketir, artıkları çukurun dıĢına atar ve bir 

sonraki av için çukuru tekrardan düzeltir.  

 

ġekil 3.3. Karınca aslanlarının avlanma davranıĢı [75, 76] 

Karınca aslanı optimizasyon algoritması karınca aslanları ve tuzakları içerisinde 

bulunan karıncalar arasındaki etkileĢimi taklit eder [75]. Karıncalar yiyecek ararken 

doğada rastlantısal olarak hareket ederler. Karıncaların rastgele yürüyüĢlerini 

modellemek için Denklem 3.7 kullanılır. Bu denklemde    kümülatif toplamı,   

maksimum iterasyon sayısını ve   rastgele yürüyüĢ adımını ifade eder. Rastlantısal 

fonksiyon       ise Denklem 3.8’deki gibi tanımlanır. Bu denklemde    0 ile 1 

aralığında tek düze dağılımla üretilen rastlantısal bir sayıdır. 
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      [                                             ] (3.7) 

      {
        
        

 (3.8) 

Optimizasyon sürecinde faydalanılan karıncaların konumları Denklem 3.9’daki 

         matrisine kaydedilir. Bu denklemde,   karıncaların sayısını,   değiĢkenlerin 

sayısını ve       karıncanın    değiĢkeninin değerini belirtir. BaĢka bir ifadeyle, bir 

karıncanın konumu spesifik bir çözümün parametrelerini gösterir.  

         [
       

   
       

] (3.9) 

Bir uygunluk fonksiyonu kullanılarak her bir karınca için değerlendirme yapılır ve tüm 

karıncaların uygunluk değerleri Denklem 3.10’daki     matrisine kaydedilir. Bu 

denklemde   uygunluk fonksiyonunu temsil eder.  

    [

  [         ] 

 
  [         ] 

] (3.10) 

Karıncalarla birlikte karınca aslanlarının da arama uzayında bir yerlerde saklandıkları 

varsayılır. Optimizasyon sürecinde yararlanılan karınca aslanlarının konumları Denklem 

3.11’deki                matrisinde depolanırken, tüm karınca aslanlarının uygunluk 

değerleri Denklem 3.12’deki      matrisinde depolanır. Bu denklemlerde   karınca 

aslanlarının sayısını ve         karınca aslanının    değiĢkeninin değerini belirtir. 

               [
         

   
         

] (3.11) 

     [

  [           ] 

 
  [           ] 

] (3.12) 
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Optimizasyon sürecinde karıncalar farklı rastgele yürüyüĢleri kullanarak arama 

uzayında hareket ederler. Bu rastgele yürüyüĢler karıncaların tüm değiĢkenlerine 

uygulanır ve karınca aslanlarının tuzaklarından etkilenirler. Karınca aslanları uygunluk 

değerleriyle orantılı çukurlar oluĢturabilirler. Daha büyük çukurlara sahip karınca 

aslanlarının karıncaları yakalama olasılığı daha büyüktür. 

3.4.1. Karıncaların rastgele yürüyüĢleri 

Her bir arama uzayının belirli bir sınıra sahip olması nedeniyle Denklem 3.7 

karıncaların konumlarının güncellenmesinde doğrudan kullanılamaz. Karıncaların 

rastgele yürüyüĢlerini arama uzayı içerisinde tutabilmek için Denklem 3.13’teki 

normalizasyon uygulanır. Bu denklemde       değiĢkenin rastgele yürüyüĢünün 

minimumunu,       değiĢkenin rastgele yürüyüĢünün maksimumunu,  
     iterasyonda    

değiĢkenin minimumunu ve   
     iterasyonda    değiĢkenin maksimumunu temsil 

ederler. 

   
  

    
            

  

  
    

    (3.13) 

3.4.2. Karınca aslanı çukurunda tuzağa düĢürme 

Karıncaların rastgele yürüyüĢlerinin karınca aslanlarının tuzaklarından etkilenmesi ise 

Denklem 3.14 ve Denklem 3.15 kullanılarak modellenir. Bu denklemlerde       

iterasyondatüm değiĢkenlerin minimumunu,       iterasyonda tüm değiĢkenlerin 

maksimumunu,   
    karınca için tüm değiĢkenlerin minimumunu,   

     karınca için tüm 

değiĢkenlerin maksimumunu ve               
     iterasyonda seçilen    karınca 

aslanının konumunu belirtir. Bunlara ek olarak, karınca aslanlarının uygunluk 

değerlerine göre avlanma kabiliyetlerini modellemek için rulet tekerleği seçim 

operatörü kullanılır. 

  
                

     (3.14) 

  
                

     (3.15) 
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3.4.3. Karıncaları karınca aslanına doğru kaydırma 

Karınca aslanları, bir karıncanın tuzağa düĢtüğünü anladıklarında çukurun merkezinden 

dıĢa doğru kum atarlar. Bu davranıĢ, kaçmaya çalıĢan kapana kısılmıĢ karıncayı aĢağı 

doğru kaydırır. Bu avlanma mekanizması Denklem 3.16 ve Denklem 3.17 kullanılarak 

modellenir ve karıncaların rastgele yürüyüĢlerinin yarıçapı adaptif olarak azaltılır. Bu 

denklemlerde   maksimum iterasyon sayısını ve     ise mevcut iterasyona göre 

belirlenen bir sabiti ifade eder. Bu sabit için eğer        ise      ,        ise 

     ,         ise      ,         ise       ve          ise       

olarak alınır. 

   
  

      

 

 
(3.16) 

   
  

      

 

 
(3.17) 

3.4.4. Avı yakalama ve çukuru yeniden inĢa etme 

Bir karınca çukurun dibine ulaĢtığında karınca aslanının çenesi tarafından yakalanarak 

avlanmanın son aĢaması gerçekleĢir. Bu aĢamada, karıncalar, karĢılık gelen karınca 

aslanlarından daha uygun olduğunda avın yakalandığı varsayılır ve yeni bir av yakalama 

Ģansını arttırmak amacıyla bir karınca aslanı, konumunu, avlanan karıncanın en son 

konumuna günceller. Bu süreç Denklem 3.18 kullanılarak modellenir. Bu denklemde 

        
     iterasyonda seçilen    karıncanın konumunu ifade eder. 

              
          

            
                   

   (3.18) 

3.4.5. Karınca aslanlarının seçkinliği 

Optimizasyon süreci içerisinde mevcut iterasyona kadar elde edilen en uygun karınca 

aslanı seçilmiĢ (elit) olarak kabul edilir. Ġterasyonlar esnasında, seçilmiĢ karınca 

aslanına göre tüm karıncaların hareketleri etkilenir. BaĢka bir ifadeyle, her bir 

karıncanın, rulet tekerleği operatörüne göre seçilmiĢ bir karınca aslanı etrafında 
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rastlantısal olarak yürüdüğü varsayılır ve elit Denklem 3.19’daki gibi olur. Bu 

denklemde    
     iterasyonda rulet tekerleği tarafından seçilen karınca aslanı 

etrafındaki rastlantısal yürüyüĢü ve    
     iterasyonda elit etrafındaki rastlantısal 

yürüyüĢü temsil eder. 

        
  

   
     

 

 
 (3.19) 

3.4.6. Uygunluk fonksiyonu ve hata ölçekleri 

Optimizasyon problemlerindeki temel amaç; belirli kısıtlar altında optimum bir 

fonksiyonu ve bu fonksiyonun tasarım katsayılarını bulmaktır. Elektrik enerjisi 

tüketiminin modellenmesi amacıyla karınca aslanı optimizasyon algoritmasında 

kullanılan uygunluk fonksiyonu Denklem 3.20’de verilmiĢtir. Bu uygunluk fonksiyonu 

aracılığıyla hataların karelerinin toplamı minimize edilir. Bu denklemde   toplam veri 

sayısını,      gerçek elektrik enerjisi tüketim değerini ve      tahmini elektrik 

enerjisi tüketim değerini temsil eder. 

    ∑           
 

 

   

 (3.20) 

Literatürde elektrik enerjisi tüketimini modellemek için optimizasyon algoritmaları 

içerisinde sıklıkla lineer, kuadratik ve üstel modeller kullanılmaktadır [5, 9, 16]. Bu 

nedenle, bahsedilen matematiksel modeller Denklem 3.20’de      fonksiyonları olarak 

değerlendirilmiĢtir. Lineer, kuadratik ve üstel modellere ait matematiksel ifadeler 

Denklem 3.21, Denklem 3.22 ve Denklem 3.23’de verilmiĢtir. Bu denklemlerde 

           karınca aslanı optimizasyon algoritması tarafından uygun bulunan tasarım 

katsayılarını belirtir. Diğer taraftan,    günlük ortalama yağıĢ miktarını,    günlük 

ortalama sıcaklığı,    günlük ortalama nem miktarını,    günlük toplam küresel güneĢ 

radyasyonunu ve    günlük ortalama rüzgâr hızını temsil eder. 

                                             (3.21) 
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(3.22) 

               
          

         
         

          
           (3.23) 

Ayrıca, lineer, kuadratik ve üstel modelleri kullanan karınca aslanı optimizasyon 

algoritmasının elektrik enerjisi tüketimin verilerinin modellenmesindeki performansını 

test etmek amacıyla kare hataların toplamı ölçeğine ek olarak ortalama mutlak yüzdesel 

hata ve karekök ortalama hata ölçeklerinden de faydalanılmıĢtır. Bahsedilen hata 

ölçekleri Denklem 3.24 ve Denklem 3.25’de verilmiĢtir. 

     
 

 
∑|

         

    
|

 

   

     (3.24) 

    √
 

 
∑            
 

   

 (3.25) 
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BÖLÜM 4 

AYLIK ELEKTRĠK ENERJĠSĠ TÜKETĠM VERĠLERĠNĠN MODELLENMESĠ 

Aylık elektrik enerjisi tüketiminin modellenmesinde çıkıĢ olarak kullanılan günlük 

elektrik enerjisi tüketim verileri Yük Tevzi Bilgi Sistemi’nden alınmıĢtır [77]. Bu veri 

seti Türkiye’nin 2017 yılına ait toplamda 365 adet veri içermektedir ve ġekil 4.1’de 

görselleĢtirilmiĢtir. ġekil 4.2’de yıllık olarak görselleĢtirilen günlük ortalama sıcaklık, 

günlük ortalama rüzgâr hızı, günlük ortalama nem miktarı, günlük ortalama yağıĢ 

miktarı ve günlük toplam küresel güneĢ radyasyonu parametreleri ise giriĢ olarak 

kullanılmıĢtır. Bu veri setleri Meteoroloji Genel Müdürlüğü’nden alınmıĢtır [78]. 

Bahsedilen meteorolojik parametrelerin tercih edilmesindeki neden; literatürde elektrik 

enerjisi tüketim verilerinin modellenmesinde sıklıkla kullanılan giriĢ verileri olmasıdır 

[6, 13, 36]. 

ÇıkıĢ ve giriĢ verileri yıllık bazda incelendiğinde; maksimum günlük elektrik enerjisi 

tüketimi 969,673 GWh olarak Temmuz ayında gözlenirken, minimum günlük elektrik 

enerjisi tüketimi 554,357 GWh olarak Haziran ayında gözlenmiĢtir. En yüksek günlük 

ortalama sıcaklık, günlük ortalama rüzgâr hızı, günlük ortalama nem miktarı, günlük 

ortalama yağıĢ miktarı ve günlük toplam küresel güneĢ radyasyonu değerleri, sırasıyla, 

28,58°C, 3,12 m/s, % 81,31, 10,69 mm ve 490,9 kW/m
2 

olarak Temmuz, Nisan, Aralık, 

Nisan ve Temmuz aylarında kaydedilmiĢtir. Bahsedilen meteorolojik parametrelere ait 

en düĢük değerler ise, sırasıyla, -3,65°C, 1 m/s, % 36,89, 0,00123 mm ve 11,832 kW/m
2 

olarak ġubat, Ekim, Eylül, Temmuz ve Aralık aylarında kaydedilmiĢtir. 

Bunların dıĢında, yapılan deneysel çalıĢmalara dayanarak elektrik enerjisi tüketim 

verilerinin modellenmesi için kullanılan karınca aslanı optimizasyon algoritmasında; 

lineer modellemeler için maksimum iterasyon sayısı 1000, arama ajanlarının sayısı 150 

ve tasarım katsayılarının alt ve üst sınırları -10 ile 10 olarak alınmıĢtır. Kuadratik 

modeller için maksimum iterasyon sayısı 800, arama ajanlarının sayısı 800 ve tasarım 

katsayılarının alt ve üst sınırları -1 ile 2 olarak atanmıĢtır. Üstel modeller için 

maksimum iterasyon sayısı 1000, arama ajanlarının sayısı 500 ve tasarım katsayılarının 

alt ve üst sınırları -500 ile 500 olarak kullanılmıĢtır. 
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ġekil 4.1. Türkiye’nin 2017 yılına ait günlük elektrik enerjisi tüketimi 

 

ġekil 4.2. Türkiye’nin 2017 yılına ait günlük meteorolojik veriler 

4.1. Ocak Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Karınca aslanı optimizasyon algoritması aracılığıyla Ocak ayına ait elektrik enerjisi 

tüketim verileri modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%5,55, karekök ortalama hata değeri 57,05 GWh ve kare hataların toplamı değeri 

100909 olarak bulunmuĢtur. Kuadratik modelin ortalama mutlak yüzdesel hata değeri 
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%6,60, karekök ortalama hata değeri 64,99 GWh ve kare hataların toplamı değeri 

130942 olarak elde edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri 

%5,32, karekök ortalama hata değeri 54,15 GWh ve kare hataların toplamı değeri 90900 

olarak bulunmuĢtur. Ocak ayı için hesaplanan lineer, kuadratik ve üstel modellerin 

tasarım katsayıları Tablo 4.1’de verilmiĢtir.  

Tablo 4.1. Ocak ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 1,4511 -0,1926 229,1743 

k2 -1,2204 0,7912 -460,0600 

k3 8,8948 -0.0229 330,2221 

k4 1,3170 0,9878 0,0045 

k5 10 0,9445 249,7721 

k6 -3,5205 -0,5453 -392,3429 

k7 - 0,3238 -15,1536 

k8 - 0,1302 -76,6410 

k9 - 1,1443 -390,8588 

k10 - 0,9445 -217,0530 

k11 - 0,6464 478,3863 

k12 - 1,4088 - 

k13 - 0,0341 - 

k14 - 0,8898 - 

k15 - 0,4111 - 

k16 - -0,3513 - 

k17 - 0,1082 - 

k18 - 0,0744 - 

k19 - -0,0103 - 

k20 - 1,7194 - 

k21 - -0,3184 - 

Dolayısıyla, Ocak ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere kıyasla üstel model en düĢük hataları sağlamıĢtır. Ocak ayı için gerçek ve 

üstel modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.3’te gösterilmiĢtir. Ayrıca, 

üstel modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi 

ġekil 4.4’te gösterilmiĢtir. 
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ġekil 4.3. Ocak ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi tüketimleri 

 

ġekil 4.4. Ocak ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.2. ġubat Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

ġubat ayına ait elektrik enerjisi tüketim verileri karınca aslanı optimizasyon algoritması 

kullanılarak modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%4,80, karekök ortalama hata değeri 46,31 GWh ve kare hataların toplamı değeri 60062 

olarak hesaplanmıĢtır. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %4,78, 

karekök ortalama hata değeri 53,16 GWh ve kare hataların toplamı değeri 79143 olarak 
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tespit edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %4,52, karekök 

ortalama hata değeri 43,98 GWh ve kare hataların toplamı değeri 54180 olarak 

hesaplanmıĢtır. ġubat ayı için bulunan lineer, kuadratik ve üstel modellerin tasarım 

katsayıları Tablo 4.2’de verilmiĢtir. 

Tablo 4.2. ġubat ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 10 -0,6009 444,0016 

k2 -10 1,6809 -353,4359 

k3 8,7775 0,2241 323,2029 

k4 1,2594 1,7658 -0,0281 

k5 10 1,7701 154,4765 

k6 10 0,7916 -208,8164 

k7 - -0,3402 457,9976 

k8 - 0,1308 -41,1424 

k9 - 0,7751 167,4960 

k10 - 0,1472 -209,9179 

k11 - -0,2018 499,7466 

k12 - 1,3963 - 

k13 - 0,0226 - 

k14 - -0,9374 - 

k15 - 0,8478 - 

k16 - 0,6823 - 

k17 - 1,6680 - 

k18 - 0,0700 - 

k19 - -0,0061 - 

k20 - 0,2789 - 

k21 - 1,2720 - 

Böylece, ġubat ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere göre üstel model en düĢük hataları vermiĢtir. ġubat ayı için gerçek ve üstel 

modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.5’te sunulmuĢtur. Ayrıca, üstel 

modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi ġekil 

4.6’da sunulmuĢtur. 
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ġekil 4.5. ġubat ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi tüketimleri 

 

ġekil 4.6. ġubat ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.3. Mart Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Karınca aslanı optimizasyon algoritması aracılığıyla Mart ayına ait elektrik enerjisi 

tüketim verileri modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%5,4, karekök ortalama hata değeri 52,62 GWh ve kare hataların toplamı değeri 85854 

olarak bulunmuĢtur. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %7,77, 

karekök ortalama hata değeri 71,07 GWh ve kare hataların toplamı değeri 156604 
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olarak elde edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %3,97, 

karekök ortalama hata değeri 41,69 GWh ve kare hataların toplamı değeri 53896 olarak 

bulunmuĢtur. Mart ayı için tespit edilen lineer, kuadratik ve üstel modellerin tasarım 

katsayıları Tablo 4.3’te verilmiĢtir. 

Tablo 4.3. Mart ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 10 1,5149 253,3515 

k2 -10 1,8016 0,0160 

k3 9,0391 0,1815 317,9852 

k4 0,3714 1,4051 -492,3764 

k5 5,0691 0,4088 487,1305 

k6 10 0,7851 -373,3839 

k7 - 0,0389 -356,8064 

k8 - -0,1111 -248,3853 

k9 - -0,5499 493,9393 

k10 - 0,3116 -440,5412 

k11 - -0,0538 499,9390 

k12 - 0,6163 - 

k13 - 0,0204 - 

k14 - -0,2162 - 

k15 - -0,2815 - 

k16 - -0,7535 - 

k17 - 0,9925 - 

k18 - 0,0645 - 

k19 - -0,0022 - 

k20 - 0,0251 - 

k21 - 0,2987 - 

Dolayısıyla, Mart ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere kıyasla üstel model en düĢük hataları sağlamıĢtır. Mart ayı için gerçek ve 

üstel modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.7’de gösterilmiĢtir. Ayrıca, 

üstel modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi 

ġekil 4.8’de gösterilmiĢtir. 
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ġekil 4.7. Mart ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi tüketimleri 

 

ġekil 4.8. Mart ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.4. Nisan Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Nisan ayına ait elektrik enerjisi tüketim verileri karınca aslanı optimizasyon algoritması 

kullanılarak modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%6,87, karekök ortalama hata değeri 61,83 GWh ve kare hataların toplamı değeri 

114695 olarak hesaplanmıĢtır. Kuadratik modelin ortalama mutlak yüzdesel hata değeri 

%11,60, karekök ortalama hata değeri 108,12 GWh ve kare hataların toplamı değeri 
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350726 olarak tespit edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri 

%4,81, karekök ortalama hata değeri 44,60 GWh ve kare hataların toplamı değeri 59684 

olarak hesaplanmıĢtır. Nisan ayı için hesaplanan lineer, kuadratik ve üstel modellerin 

tasarım katsayıları Tablo 4.4’te verilmiĢtir. 

Tablo 4.4. Nisan ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 -9,7397 0,9998 242,6687 

k2 7,3126 -0,0262 -0,0121 

k3 7,4418 -0,7725 149,8379 

k4 0,6756 -0,1039 -390,9344 

k5 2,9178 1,3104 172,1592 

k6 10 -0,3659 -485,7321 

k7 - 0,1152 48,1435 

k8 - -0,0729 -156,9889 

k9 - 0,6837 -432,6888 

k10 - -0,0269 -462,7307 

k11 - -0,0531 494,8253 

k12 - -0,7746 - 

k13 - -0,0260 - 

k14 - -0,6286 - 

k15 - 1,2038 - 

k16 - 0,0902 - 

k17 - 1,2286 - 

k18 - 0,1508 - 

k19 - 0,0022 - 

k20 - -0,9896 - 

k21 - 0,0729 - 

Böylece, Nisan ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere göre üstel model en düĢük hataları vermiĢtir. Nisan ayı için gerçek ve üstel 

modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.9’da sunulmuĢtur. Ayrıca, üstel 

modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi ġekil 

4.10’da sunulmuĢtur. 
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ġekil 4.9. Nisan ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi tüketimleri 

 

ġekil 4.10.  Nisan ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.5. Mayıs Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Karınca aslanı optimizasyon algoritması aracılığıyla Mayıs ayına ait elektrik enerjisi 

tüketim verileri modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%4,68, karekök ortalama hata değeri 43,35 GWh ve kare hataların toplamı değeri 58269 

olarak bulunmuĢtur. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %6,25, 

karekök ortalama hata değeri 57,16 GWh ve kare hataların toplamı değeri 101311 
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olarak elde edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %4,83, 

karekök ortalama hata değeri 43,68 GWh ve kare hataların toplamı değeri 59146 olarak 

bulunmuĢtur. Mayıs ayı için bulunan lineer, kuadratik ve üstel modellerin tasarım 

katsayıları Tablo 4.5’te verilmiĢtir. 

Tablo 4.5. Mayıs ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 -10 -0,8646 1,7882 

k2 10 0,3968 -342,0369 

k3 6,6347 -0,6618 68,0774 

k4 0,4932 0,6162 -251,8967 

k5 10 -0,2974 -188,8172 

k6 2,2862 -0,1215 -429,2989 

k7 - 0,2174 480,0931 

k8 - -0,1709 -18,8012 

k9 - -0,4481 363,8577 

k10 - -0,7634 -0,0579 

k11 - 0,2135 410,6346 

k12 - -0,8258 - 

k13 - 0,0181 - 

k14 - 0,5388 - 

k15 - 0,4373 - 

k16 - 0,3717 - 

k17 - -0,8662 - 

k18 - 0,1594 - 

k19 - -0,0071 - 

k20 - 0,5805 - 

k21 - 0,7682 - 

Dolayısıyla, Mayıs ayı elektrik enerjisi tüketiminin modellenmesinde üstel ve kuadratik 

modellere kıyasla lineer model en düĢük hataları sağlamıĢtır. Mayıs ayı için gerçek ve 

lineer modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.11’de gösterilmiĢtir. 

Ayrıca, lineer modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama 

eğrisi ġekil 4.12’de gösterilmiĢtir. 
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ġekil 4.11. Mayıs ayı için gerçek ve lineer modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.12. Mayıs ayı için lineer modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.6. Haziran Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Haziran ayına ait elektrik enerjisi tüketim verileri karınca aslanı optimizasyon 

algoritması kullanılarak modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata 

değeri %8,03, karekök ortalama hata değeri 74,69 GWh ve kare hataların toplamı değeri 

167387 olarak hesaplanmıĢtır. Kuadratik modelin ortalama mutlak yüzdesel hata değeri 

%9,3, karekök ortalama hata değeri 85,16 GWh ve kare hataların toplamı değeri 217568 
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olarak tespit edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %7,73, 

karekök ortalama hata değeri 72,75 GWh ve kare hataların toplamı değeri 158781 

olarak hesaplanmıĢtır. Haziran ayı için tespit edilen lineer, kuadratik ve üstel modellerin 

tasarım katsayıları Tablo 4.6’da verilmiĢtir. 

Tablo 4.6. Haziran ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 6,0951 1,1020 275,8454 

k2 10 0,6851 0,0277 

k3 6,7649 0,4802 462,3442 

k4 0,2773 0,8434 -499,6271 

k5 10 -0,0372 -310,7589 

k6 9,3177 1,0737 -475,6039 

k7 - 0,6599 214,2042 

k8 - -0,1870 -360,8590 

k9 - 0,1861 488,6036 

k10 - -0,2236 -499,3041 

k11 - 0,0166 458,0280 

k12 - 0,7969 - 

k13 - 0,1449 - 

k14 - 1,2777 - 

k15 - 0,5928 - 

k16 - 0,8293 - 

k17 - 0,4863 - 

k18 - -0,4389 - 

k19 - -0,0132 - 

k20 - 1,2880 - 

k21 - 1,8914 - 

Böylece, Haziran ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere göre üstel model en düĢük hataları vermiĢtir. Haziran ayı için gerçek ve üstel 

modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.13’te sunulmuĢtur. Ayrıca, üstel 

modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi ġekil 

4.14’te sunulmuĢtur. 
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ġekil 4.13. Haziran ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.14. Haziran için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.7. Temmuz Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Karınca aslanı optimizasyon algoritması aracılığıyla Temmuz ayına ait elektrik enerjisi 

tüketim verileri modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%4,99, karekök ortalama hata değeri 54,23 GWh ve kare hataların toplamı değeri 91168 

olarak bulunmuĢtur. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %6,73, 

karekök ortalama hata değeri 78,83 GWh ve kare hataların toplamı değeri 192682 
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olarak elde edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %4,68, 

karekök ortalama hata değeri 51,02 GWh ve kare hataların toplamı değeri 80695 olarak 

bulunmuĢtur. Temmuz ayı için hesaplanan lineer, kuadratik ve üstel modellerin tasarım 

katsayıları Tablo 4.7’de verilmiĢtir. 

Tablo 4.7. Temmuz ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 2,1754 0,5242 471,2947 

k2 10 1,3715 -0,0047 

k3 6,9055 0,1395 -326,0344 

k4 0,6992 0,5057 -469,3666 

k5 10 0,2413 72,8917 

k6 10 0,8933 -94,0759 

k7 - 0,6264 140,4268 

k8 - -0,3442 -484,336 

k9 - 0,3231 -456,8662 

k10 - 0,1254 -459,0335 

k11 - 0,0725 425,5193 

k12 - -0,4594 - 

k13 - -0,2437 - 

k14 - 0,2596 - 

k15 - 0,8049 - 

k16 - 1,0197 - 

k17 - -0,1766 - 

k18 - 1,0675 - 

k19 - 0,0089 - 

k20 - 1,6341 - 

k21 - -0,6818 - 

Dolayısıyla, Temmuz ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve 

kuadratik modellere kıyasla üstel model en düĢük hataları sağlamıĢtır. Temmuz ayı için 

gerçek ve üstel modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.15’te 

gösterilmiĢtir. Ayrıca, üstel modeli kullanan karınca aslanı optimizasyon algoritmasına 

ait yakınsama eğrisi ġekil 4.16’da gösterilmiĢtir. 



44 

 

ġekil 4.15. Temmuz ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.16. Temmuz ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.8. Ağustos Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Ağustos ayına ait elektrik enerjisi tüketim verileri karınca aslanı optimizasyon 

algoritması kullanılarak modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata 

değeri %5,58, karekök ortalama hata değeri 60,43 GWh ve kare hataların toplamı değeri 

113210 olarak hesaplanmıĢtır. Kuadratik modelin ortalama mutlak yüzdesel hata değeri 

%3,92, karekök ortalama hata değeri 41,95 GWh ve kare hataların toplamı değeri 54571 
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olarak tespit edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %6,45, 

karekök ortalama hata değeri 69,42 GWh ve kare hataların toplamı değeri 149428 

olarak hesaplanmıĢtır. Ağustos ayı için bulunan lineer, kuadratik ve üstel modellerin 

tasarım katsayıları Tablo 4.8’de verilmiĢtir. 

Tablo 4.8. Ağustos ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 -5,44 0,7831 405,9076 

k2 10 1,0691 -0,0182 

k3 6,9672 1,1891 478,3868 

k4 0,7633 0,9505 -484,5585 

k5 4,6977 -0,0873 471,4811 

k6 8,9960 1,0415 -463,4770 

k7 - 1,2809 439,0898 

k8 - -0,2472 -238,8004 

k9 - 0,4347 487,8016 

k10 - -0,4428 -107,0013 

k11 - 0,3034 486,4551 

k12 - 0,6332 - 

k13 - -0,0243 - 

k14 - 0,3714 - 

k15 - 0,2378 - 

k16 - 1,4482 - 

k17 - -0,9240 - 

k18 - 0,2128 - 

k19 - -0,0117 - 

k20 - 1,4334 - 

k21 - 0,3942 - 

Böylece, Ağustos ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve üstel 

modellere göre kuadratik model en düĢük hataları vermiĢtir. Ağustos ayı için kuadratik 

modele ait gerçek ve tahmini elektrik enerjisi tüketimleri ġekil 4.17’de sunulmuĢtur. 

Ayrıca, kuadratik modeli kullanan karınca aslanı optimizasyon algoritmasına ait 

yakınsama eğrisi ġekil 4.18’de sunulmuĢtur. 
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ġekil 4.17. Ağustos ayı için gerçek ve kuadratik modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.18. Ağustos ayı için kuadratik modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.9. Eylül Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Karınca aslanı optimizasyon algoritması aracılığıyla Eylül ayına ait elektrik enerjisi 

tüketim verileri modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%10,56, karekök ortalama hata değeri 99,29 GWh ve kare hataların toplamı değeri 

295786 olarak bulunmuĢtur. Kuadratik modelin ortalama mutlak yüzdesel hata değeri 

%8,70, karekök ortalama hata değeri 81,93 GWh ve kare hataların toplamı değeri 
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201381 olarak elde edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri 

%9,03, karekök ortalama hata değeri 85,37 GWh ve kare hataların toplamı değeri 

218664 olarak bulunmuĢtur. Eylül ayı için tespit edilen lineer, kuadratik ve üstel 

modellerin tasarım katsayıları Tablo 4.9’da verilmiĢtir. 

Tablo 4.9. Eylül ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 -10 0,4871 337,0279 

k2 10 0,8141 -0,1006 

k3 9,3914 1,0662 -192,3259 

k4 0,4363 0,8673 -468,531 

k5 10 -0,5463 -146,1325 

k6 10 0,6077 -94,1562 

k7 - 0,6253 -22,2606 

k8 - 0,0681 -107,0411 

k9 - -0,8375 -236,8612 

k10 - 1,1629 -403,4945 

k11 - -0,0160 469,0121 

k12 - -0,0483 - 

k13 - -0,0540 - 

k14 - 1,2441 - 

k15 - 0,3094 - 

k16 - -0,3176 - 

k17 - -0,0972 - 

k18 - -0,1044 - 

k19 - 0,0064 - 

k20 - 1,7985 - 

k21 - 1,9989 - 

Dolayısıyla, Eylül ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve üstel 

modellere kıyasla kuadratik model en düĢük hataları sağlamıĢtır. Eylül ayı için gerçek 

ve kuadratik modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.19’da gösterilmiĢtir. 

Ayrıca, kuadratik modeli kullanan karınca aslanı optimizasyon algoritmasına ait 

yakınsama eğrisi ġekil 4.20’de gösterilmiĢtir. 
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ġekil 4.19. Eylül ayı için gerçek ve kuadratik modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.20. Eylül ayı için kuadratik modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.10. Ekim Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Ekim ayına ait elektrik enerjisi tüketim verileri karınca aslanı optimizasyon algoritması 

kullanılarak modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%5,60, karekök ortalama hata değeri 51,91 GWh ve kare hataların toplamı değeri 83563 

olarak hesaplanmıĢtır. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %7,99, 

karekök ortalama hata değeri 74,20 GWh ve kare hataların toplamı değeri 170694 
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olarak tespit edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %3,73, 

karekök ortalama hata değeri 39,39 GWh ve kare hataların toplamı değeri 48107 olarak 

hesaplanmıĢtır. Ekim ayı için hesaplanan lineer, kuadratik ve üstel modellerin tasarım 

katsayıları Tablo 4.10’da verilmiĢtir. 

Tablo 4.10. Ekim ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 0,6394 -0,6191 295,8534 

k2 10 -0,1862 0,0050 

k3 6,6226 0,3053 -237,7439 

k4 1,0128 0,8490 -335,7527 

k5 1,5367 1,4248 -84,3967 

k6 10 0,3172 -98,5149 

k7 - 0,7646 -459,0064 

k8 - -0,3227 -418,2193 

k9 - 0,1097 -142,9248 

k10 - 0,3794 -333,6450 

k11 - 0,0743 448,9365 

k12 - 0,5858 - 

k13 - 0,0467 - 

k14 - 0,9686 - 

k15 - -0,2113 - 

k16 - 0,0191 - 

k17 - -0,5394 - 

k18 - -0,0497 - 

k19 - -0,0062 - 

k20 - 0,6729 - 

k21 - 1,2742 - 

Böylece, Ekim ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere göre üstel model en düĢük hataları vermiĢtir. Ekim ayı için gerçek ve üstel 

modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.21’de sunulmuĢtur. Ayrıca, üstel 

modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi ġekil 

4.22’de sunulmuĢtur. 
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ġekil 4.21. Ekim ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi tüketimleri 

 

ġekil 4.22. Ekim ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.11. Kasım Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Karınca aslanı optimizasyon algoritması aracılığıyla Kasım ayına ait elektrik enerjisi 

tüketim verileri modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%5,93, karekök ortalama hata değeri 54,13 GWh ve kare hataların toplamı değeri 87916 

olarak bulunmuĢtur. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %7,20, 

karekök ortalama hata değeri 70,75 GWh ve kare hataların toplamı değeri 150187 
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olarak elde edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %7,46, 

karekök ortalama hata değeri 67,30 GWh ve kare hataların toplamı değeri 135908 

olarak bulunmuĢtur. Kasım ayı için bulunan lineer, kuadratik ve üstel modellerin 

tasarım katsayıları Tablo 4.11’de verilmiĢtir. 

Tablo 4.11. Kasım ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 5,9059 0,4496 1,7882 

k2 -2,6591 -0,3562 -342,0369 

k3 9,8484 0,2072 68,0774 

k4 0,7184 0,3088 -251,8967 

k5 8,3007 -0,6384 -188,8172 

k6 10 0,5332 -429,2989 

k7 - 0,3498 480,0931 

k8 - -0,3129 -18,8012 

k9 - -0,2005 363,8577 

k10 - 0,2985 -0,0571 

k11 - -0,0590 410,6346 

k12 - -0,1683 - 

k13 - -0,0306 - 

k14 - 0,7261 - 

k15 - 0,9882 - 

k16 - -0,5230 - 

k17 - -0,7549 - 

k18 - 0,1009 - 

k19 - 0,0139 - 

k20 - -0,4070 - 

k21 - 0,8535 - 

Dolayısıyla, Kasım ayı elektrik enerjisi tüketiminin modellenmesinde üstel ve kuadratik 

modellere kıyasla lineer model en düĢük hataları sağlamıĢtır. Kasım ayı için gerçek ve 

lineer modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.23’te gösterilmiĢtir. 

Ayrıca, lineer modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama 

eğrisi ġekil 4.24’te gösterilmiĢtir. 
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ġekil 4.23. Kasım ayı için gerçek ve lineer modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.24. Kasım ayı için lineer modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 

4.12. Aralık Ayı Elektrik Enerjisi Tüketiminin Modellenmesi 

Aralık ayına ait elektrik enerjisi tüketim verileri karınca aslanı optimizasyon algoritması 

kullanılarak modellendiğinde, lineer modelin ortalama mutlak yüzdesel hata değeri 

%5,23, karekök ortalama hata değeri 56,06 GWh ve kare hataların toplamı değeri 97450 

olarak hesaplanmıĢtır. Kuadratik modelin ortalama mutlak yüzdesel hata değeri %5,52, 

karekök ortalama hata değeri 62,58 GWh ve kare hataların toplamı değeri 121415 
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olarak tespit edilmiĢtir. Üstel modelin ortalama mutlak yüzdesel hata değeri %4,79, 

karekök ortalama hata değeri 49,00 GWh ve kare hataların toplamı değeri 74434 olarak 

hesaplanmıĢtır. Aralık ayı için tespit edilen lineer, kuadratik ve üstel modellerin tasarım 

katsayıları Tablo 4.12’de verilmiĢtir. 

Tablo 4.12. Aralık ayı için lineer, kuadratik ve üstel modellerin tasarım katsayıları 

 Lineer Model Kuadratik Model Üstel Model 

k1 -0,4695 1,6905 -3,4150 

k2 -3,2646 0,0163 -212,3158 

k3 10 1,8627 446,5488 

k4 0,9984 1,2495 -236,4093 

k5 10 -0,4190 482,7211 

k6 10 0,0586 -379,6545 

k7 - -0,3050 -43,6626 

k8 - 0,0820 -60,0686 

k9 - 0,2219 367,6345 

k10 - 0,0028 -0,0779 

k11 - -0,1814 499,0381 

k12 - -0,9764 - 

k13 - -0,0523 - 

k14 - 0,2669 - 

k15 - 0,9667 - 

k16 - 0,0654 - 

k17 - 0,2052 - 

k18 - 0,1319 - 

k19 - 0,0203 - 

k20 - -0,5698 - 

k21 - 1,2007 - 

Böylece, Aralık ayı elektrik enerjisi tüketiminin modellenmesinde lineer ve kuadratik 

modellere göre üstel model en düĢük hataları vermiĢtir. Aralık ayı için gerçek ve üstel 

modele ait tahmini elektrik enerjisi tüketimleri ġekil 4.25’te sunulmuĢtur. Ayrıca, üstel 

modeli kullanan karınca aslanı optimizasyon algoritmasına ait yakınsama eğrisi ġekil 

4.26’da sunulmuĢtur. 
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ġekil 4.25. Aralık ayı için gerçek ve üstel modele ait tahmini elektrik enerjisi 

tüketimleri 

 

ġekil 4.26. Aralık ayı için üstel modeli kullanan karınca aslanı optimizasyon 

algoritmasına ait yakınsama eğrisi 
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BÖLÜM 5 

BULGULAR VE TARTIġMA 

Karınca aslanı optimizasyon algoritması kullanılarak aylık elektrik enerjisi tüketim 

verilerinin modellenmesi sonucu elde edilen en düĢük hatalar Tablo 5.1’de 

özetlenmiĢtir. Bu tahmin sonuçları karĢılaĢtırıldığında, Ocak, ġubat, Mart, Nisan, 

Haziran, Temmuz, Ekim ve Aralık aylarında üstel model en doğru tahminleri 

sağlamıĢtır. Buna karĢın, Ağustos ve Eylül aylarında kuadratik model en kararlı 

tahminleri verirken, lineer model ise Mayıs ve Kasım aylarında en doğru tahminleri 

üretmiĢtir. Ayrıca, tüm yıl göz önünde bulundurulduğunda en düĢük hatalar Ekim 

ayında üstel model tarafından elde edilmiĢtir. Dolayısıyla, aylık elektrik enerjisi tüketim 

verilerinin modellenmesinde üstel modeli kullanan karınca aslanı optimizasyon 

algoritması baĢarılı performansıyla ön plana çıkmaktadır. Özellikle, Ocak, Mart, Nisan, 

Haziran, Temmuz, Ağustos ve Ekim aylarında üstel model tarafından hesaplanan 

tahmini günlük elektrik enerjisi tüketimleri gerçek değerlerden farklılık gösterse de 

bahsedilen aylar için aylık toplam tahmini elektrik enerjisi tüketimleri gerçek değerlerle 

aynı bulunmuĢtur. 

Tablo 5.1. Aylık elektrik enerjisi tüketim verilerinin modellenmesi sonucu elde edilen 

en düĢük hatalar 

Ay En Ġyi Model OMYH (%) KOH (GWh) KHT 

Ocak Üstel 5,32 54,15 90900 

ġubat Üstel 4,52 43,98 54180 

Mart Üstel 3,97 41,69 53896 

Nisan Üstel 4,81 44,60 59684 

Mayıs Lineer 4,68 43,35 58269 

Haziran Üstel 7,73 72,75 158781 

Temmuz Üstel 4,68 51,02 80695 

Ağustos Kuadratik 3,92 41,95 54571 

Eylül Kuadratik 8,70 81,93 201381 

Ekim Üstel 3,73 39,39 48107 

Kasım Lineer 5,93 54,13 87916 

Aralık Üstel 4,79 49,00 74434 
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Karınca aslanı optimizasyon algoritması kullanılarak aylık elektrik enerjisi tüketim 

verilerinin modellenmesi sonucu elde edilen en yüksek hatalar ise Tablo 5.2’de 

özetlenmiĢtir. Bu tablodan görüldüğü üzere, Ocak, Mart, Nisan, Mayıs, Haziran, 

Temmuz, Ekim ve Aralık aylarında kuadratik model en yanlıĢ tahminleri vermiĢtir. 

Diğer taraftan, lineer model ġubat ve Eylül aylarında en hatalı tahminleri üretirken, 

Ağustos ve Kasım aylarında ise üstel model en yanlıĢ tahminleri yapmıĢtır. Ayrıca, tüm 

yıl göz önüne alındığında en yüksek hatalar Nisan ayında kuadratik model tarafından 

üretilmiĢtir. Böylece, aylık elektrik enerjisi tüketim verilerinin modellenmesinde 

kuadratik modeli kullanan karınca aslanı optimizasyon algoritması düĢük 

performansıyla ön plana çıkmaktadır. Özellikle, aylık elektrik enerjisi tüketim verilerine 

ait standart sapma değerlerinin minimum olduğu Mart, Nisan ve Mayıs aylarında 

kuadratik modelin tahmin performansı daha kötü çıkmaktadır. 

Tablo 5.2. Aylık elektrik enerjisi tüketim verilerinin modellenmesi sonucu elde edilen 

en yüksek hatalar 

Ay En Kötü Model OMYH (%) KOH (GWh) KHT 

Ocak Kuadratik 6,60 64,99 130942 

ġubat Lineer 4,80 46,31 60062 

Mart Kuadratik 7,77 71,07 156604 

Nisan Kuadratik 11,60 108,12 350726 

Mayıs Kuadratik 6,25 57,16 101311 

Haziran Kuadratik 9,3 85,16 217568 

Temmuz Kuadratik 6,73 78,83 192682 

Ağustos Üstel 6,45 69,42 149428 

Eylül Lineer 10,56 99,29 295786 

Ekim Kuadratik 7,99 74,20 170694 

Kasım Üstel 7,46 67,30 135908 

Aralık Kuadratik 5,52 62,58 121415 

Bu değerlendirmelere ek olarak, aylık elektrik enerjisi tüketim verilerinin modellenmesi 

sonucu elde edilen hatalar günlük bazda incelendiğinde, diğer günlere kıyasla Pazar 

günleri hatalar daha yüksek çıkmaktadır. Çünkü Pazar günleri, fabrikaların çalıĢmayıp 

çoğunlukla üretimini durduğu; en az elektik enerjisi tüketimi yapılan günlere denk 

gelmektedir. Bu da karınca aslanı optimizasyon algoritması için sınırlı sayıda veri 

örneğini teĢkil etmektedir. Buna karĢın, hafta sonu günlere kıyasla hafta içi günlerde 
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hatalar daha az çıkmaktadır. Bunun nedeni ise, her bir ay için hafta içine denk gelen 

günlerin benzer elektrik enerjisi tüketim karakteristiğine sahip olması ve karınca aslanı 

optimizasyon algoritması için yeterli sayıda veri örneğini içermesidir. 

Üstel modeli kullanan karınca aslanı optimizasyon algoritmasının tahmin performansı 

aylık bazda incelendiğinde, genel olarak, ortalama sıcaklık ve toplam küresel güneĢ 

radyasyonu değerlerinin maksimum değerlere ve ortalama nem miktarı ve ortalama 

yağıĢ miktarı değerlerinin minimum değerlere ulaĢtığı Haziran, Temmuz ve Ağustos 

aylarında ortalama mutlak yüzdesel hata değerleri de artmaktadır. Çünkü, yaz 

mevsiminde çoğunlukla hem soğutma sistemleri aktif hale getirilmekte hem de tarımsal 

sulama ihtiyacı arttığı için diğer mevsimlere kıyasla daha fazla elektrik enerjisi tüketimi 

ortaya çıkmaktadır. Ayrıca, karınca aslanı optimizasyon algoritmasının, aylık elektrik 

enerjisi tüketim verilerinin modellenmesinde süreklilik referans modeline göre iyi 

sonuçlar verdiği görülmüĢtür. 
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BÖLÜM 6  

SONUÇLAR VE ÖNERĠLER 

Enerji, bir ülkenin ilerlemesinde ve sosyo-ekonomik geliĢiminde önemli bir rol oynar. 

Çünkü çeĢitli araĢtırmalar enerji tüketimini, ülkenin ekonomik, teknolojik ve sosyal 

geliĢimi ile doğrudan iliĢkilendirmektedir. Dolayısıyla, enerji üretim maliyetlerini ve 

çevresel tehlikelerini en aza indirmek için enerji kullanımının doğru bir Ģekilde 

yönetilmesi gerekir. Bu amaçla, elektrik enerjisi tüketiminin modellenmesi talep ve arz 

arasındaki dengeyi sağlayarak güç sistemlerinin stabilitesini ve güvenilirliğini arttırır. 

Daha önce elektrik enerjisi tüketiminin modellenmesinde genetik algoritma, parçacık 

sürü optimizasyonu, karınca kolonisi optimizasyonu, yapay arı kolonisi optimizasyonu, 

çekirge optimizasyonu vb. algoritmalardan faydalanılmıĢtır. Bu tez çalıĢmasında, 

Türkiye’nin aylık elektrik enerjisi tüketim verilerini modellemek için karınca aslanı 

optimizasyon algoritmasıyla birlikte lineer, kuadratik ve üstel matematiksel modeller 

kullanılmıĢtır. Modelleme sürecinde günlük ortalama sıcaklık, günlük ortalama rüzgâr 

hızı, günlük ortalama nem miktarı, günlük ortalama yağıĢ miktarı ve günlük toplam 

küresel güneĢ radyasyonu parametreleri giriĢ olarak değerlendirilmiĢtir. 

Yapılan modelleme analizlerinde elektrik enerjisi tüketimini etkileyen pek çok 

meteorolojik parametrelerin dikkate alınması, uygunluk fonksiyonları içerisine farklı 

matematiksel tüketim fonksiyonlarının uygulanması ve performans kıyaslamasında 

çeĢitli kararlılık ölçeklerinin kullanılması aylık elektrik enerjisi tüketimlerinin 

modellenmesi bazında etkin sonuçlar vermiĢtir. GeliĢtirilen tüketim modelleri, güç 

sisteminin iĢletilmesi ve planlanmasına katkı sağlayacak, elektrik enerjisi 

sağlayıcılarının talep tarafı yönetim stratejilerini akıllı Ģebeke ortamında 

uygulanmalarına yardımcı olacak ve enerji tasarruf potansiyelini arttıracaktır.  

Tahmin sonuçları genel olarak değerlendirildiğinde, uygunluk fonksiyonu içerisinde 

üstel modele sahip olan karınca aslanı optimizasyon algoritması yüksek modelleme 

performansı sağlarken, uygunluk fonksiyonu içerisinde kuadratik modele sahip olan 

karınca aslanı optimizasyon algoritması düĢük modelleme performansıyla ortaya 

çıkmıĢtır. Özellikle, Ekim ayında üstel modelin ortalama mutlak yüzdesel hata değeri  
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%3,73, karekök ortalama hata değeri 39,39 GWh ve kare hataların toplamı değeri 48107 

olarak bulunmuĢtur. Diğer taraftan, Nisan ayında kuadratik modelin ortalama mutlak 

yüzdesel hata değeri %11,60, karekök ortalama hata değeri 108,12 GWh ve kare 

hataların toplamı değeri 350726 olarak elde edilmiĢtir. 

Gelecek yıllarda akıllı Ģebeke kavramının geliĢmesi ve daha fazla uygulamaya 

geçmesiyle birlikte elektrik enerjisi tüketim modellemesinin artık Ģebekenin tümü 

üzerinde değil belirli bir bölgesi üzerinde yapılması verimi arttıracaktır. Ayrıca, 

modellemede kullanılan toplam veri setine ait özelliklerin detaylandırılması ve geçmiĢ 

elektrik enerjisi tüketim verilerine ilaveten yeni harici ve etkili değiĢkenlerin giriĢ 

olarak kullanılması bu alandaki modellemelerin doğruluğunu arttıracaktır. Benzer 

Ģekilde, modelleme sonuçlarının aynı türde hata ölçekleriyle sunulması ve farklı 

çalıĢmalarda kullanılan elektrik enerjisi tüketim modellerinin performanslarını 

kıyaslamak için standart bir yöntemin geliĢtirilmesi çalıĢmaların kararlılığını 

yükseltecektir. 
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